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Eloszo

Jelen dolgozat két kiilonboz6 témdju részbdl all. Az elsd rész a sztochasztikus
rezonancia jelenségét vizsgélja a szenzoros rendszerek prototipusdnak tekinthet6
eldrecsatolt neuronhdlézatban, mig a masodik egy novekvd véletlen graf tulajdon-
sdgait elemzi. A kutatomunka is két eltérd kozegben, Budapesten és a michigani
Kalamazoo varosdban késziilt Dr. Erdi Péter irdnyitasa alatt. Bar a témak és a je-
lenségek kore tavolinak tlinhet, a vizsgédlataim jellege azonban hasonlé: rendszer
elemeinek kollektiv viselkedésére voltam kivancsi. Célom volt, hogy megértsem,
milyen belsd és kiils6 hatdsok jatszanak szerepet akdr a sztochasztikus rezonancia
(SR) jelenségének akdr a halozat globalis szerkezetének kialakitasaban. A kutata-
sok torténetileg is hasonld palyat futottak be. A kezdeti, a valdsiag sokféle jelleg-
zetességét magaba foglalé modell elképzelésekbdl eljutottam a redukdlt, kozelitd
jellegli rendszerekig, amelyekben azonban maradt néhdny fontos jellemvonds a
kezdeti elképzelésekbdl.

A modellekkel kapcsolatban meg szokds kovetelni, hogy valamilyen j6-rossz
mértékben lefrjanak egy jelenséget, &m a mérések aktudlisan sokszor nem vagy
rossz mindségben kivitelezhetSk. Esetleg, mivel kozvetlen mérés nem lehetséges,
egy bonyolult modell sokféle joslata alapjan kell a méréseket kivitelezni. Mégis,
hasznosnak itélem az eldzetes vizsgalatokat olyan modellekben melyek elemeit
vagy csak azok részeit sikeriilt tanulmanyozni kordbban. Most ilyen hipotetikus
modell(ek) keretein beliil keressiik az elemek kolcsonhatdsdnak viszonyait, Ot-
leteket meritve a tovabbi kutatdsok irdnydhoz ill. segitséget kapva az egymdstol
bonyolultan fiiggd jelenségek szétvalogatiasahoz.

Az els6 részben targyalt neuronhdlézati munka is részletes egysejtmodellek-
kel kezdddott, a szaglérendszer két alap sejttipusdnak, a mitrélis és granuldris
sejteknek a vizsgélatival. Egy realisztikus egysejtmodell mar magaban is bo-
nyolult sok dinamikusan csatolt valtozdval, ha hil6zatta szervezziik 6ket nagyon
bonyolult rendszerhez jutunk. Részben emiatt, részben mert akkoriban nem allt
rendelkezésre megfelel6 szamitasi kapacitds kezdtem el az in. integral-és-tiizel
(IF, integrate-and-fire) modellekkel foglalkozni. Az irodalom pl. [23, 24] a sej-
tek egyiittesének jelent6ségét targyalta de a dinamikusan eldrecsatolt halézatot és
paramétereiket nem vizsgdlta részletesen. A kiinduldsi kérdésem egyszer( volt,

vii



ELOSZO viii

van-e olyan mechanizmus amellyel a novekvd zaj intenzitasok felé haladva is ma-
gasan tartja a kimeneti jel-zaj aranyt, az SNR-t (signal-to-noise ratio)? Vagy meg-
forditva: tudva, hogy a szinapszisok, a sejtek kozotti kapcsolatok dinamikusan
valtoznak az igénybevételtdl fiiggden, vajon egy dinamikusan csatolt hdlézatban
hogyan viltozik a sztochasztikus rezonancidt jellemzé SNR gorbe? Ez a kis bo-
vités a legegyszeriibb preszinaptikus depresszi6 esetében is 3 1 paraméterrel bo-
vitheti a vizsgélt rendszert. Még az is elképzelhet6 volt, hogy sokkal rosszabbul
teljesit a dinamikusan csatolt hal6zat, mint a statikusan csatolt vagy csak 0sszeg-
zett sejtek haldzata - csoportja. A depresszi6 ugyanis az aktivitds novekedésével
gyengiti a kapcsolatot, a sztochasztikus rezonancia gorbéje pedig egyre novekvo
aktivitds mellett rajzolodik ki. El6zetes vizsgdlataim sordn megmutattam, hogy a
szinaptikus depresszidval csatolt hdl6zatban is 1étezik az SR jelenség [112]. An-
nak meghatdrozdsa azonban, hogy milyen paraméterkészlettel érhet6 el a koriil-
ményektdl fiiggetlen legjobb SNR, a rendszer tovéabbi, els6sorban a szinapszistol
fiiggetlen részeinek vizsgdlatait igényelte, ez olvashat6 az elsd részben.

A mésodik rész vizsgalatainak alapjdul szolgdlé modell-6tleten kollégdim kezd-
tek el dolgozni. Céljuk az emberi kapcsolatrendszerek kialakuldsa és az embe-
rek belsd tulajdonsdgai kozotti kolcsonhatds értelmezése volt. A terjedd haldzat-
szemléletmodon kiviil a Kalamazoo College didkjainak egyszertinek tin$ vizs-
galhatdsdga is motivaciot jelentett. Csardi Gébor €s Kiss Tamds készitett is egy
on-line kérd6ivet, melynek alapjan szerettiik volna tesztelni elképzeléseinket, ill.
mérni a kiillonbozo, a szerkezet kialakitdsdban fontos szerepet jatsz6 tulajdonsa-
gokat. Azonban, ahogy azt a motté is mondja, gyakorlatban az elégtelen mennyi-
ségli és hidnyos adat nem volt elegend6 komoly teszteléshez. Amikor bekap-
csolddtam a munkaba, a modell mar készen volt, novekedéssel €s a sokdimen-
zi6s tulajdonsdg térben mért tavolsigfiiggvényekkel. Eppen alkalmas idGpont a
modell-egyszerisitésre. A redukdlds modjdban nem volt vita kozottiink, abban
anndl inkdbb, hogy vajon az ,,atlagolt” modell, mennyiben adja vissza az eredeti
elképzeléseinket. A masodik rész ennek a redukdlt modellnek a sztatisztikus vizs-
gdlatat tartalmazza, melyekbdl én az analitikus szdmitdsokat végeztem el.



I. rész

Sztochasztikus rezonancia
elorecsatolt modell-neuron

halozatban



Bevezetés

A hétkdznapi szohasznélatban zajnak neveziink mindenféle kellemetlen hangha-
tast, melynek nem tulajdonitunk informéciodt, értelmet. Az élet szdmos teriiletén
haszndljak e fogalmat, &m tobbnyire negativ értelemben, amely torzitja, megval-
toztatja, elfedi a valds informdci6 tartalmat. A kommunikécids csatorndkban nem
szeretjiik a zaj jelenlétét. Az informécié-elmélet elso pillantdsra hétkoznapok ér-
telmezésével szemben a legnagyobb informécid tartalmat a ,,zaj”’-nak tulajdonitja,
azaz amikor az egymds utdn érkez6 jelek egymadstdl fliggetlenek és egyforma
valészintiségliek, az el6z0 jelek sorozatdbdl nem kovetkeztethetiink a kovetke-
z0re, az mindig 14j informaciét hordoz. Milyen alapon kiilonboztethetiink meg
akkor jelet és zajt? Véges feldolgozd kapacitdsu rendszerek, amilyen az ember
is, kénytelen sziirni, a beérkezd jelek egy részét figyelmen kiviil hagyni. Ho-
gyan védlogasson? Vdlogathat igy, hogy a reakci6idénél sokkal rovidebb skéldn
zajl6é folyamatokat nem tekinti értelmezhetd, fontos jelnek, de ,,szdndék™ szerint
is szlirhet, azaz mit tart érdekesnek a beérkez6 kusza jelek halmazdban. Parhu-
zamos beszélgetések esetén a hattérben foly6 beszélgetést zajnak mindsitjiik, bar
értelmezhetd, €s a beszélgetésben részt vevok szaméra informacidkat tartalmaz.
Bizonyos koriilmények kozott a zaj azonban segithet, felerSsitheti a gyenge jelet,
ezt a jelenséget sztochasztikus rezonancidnak (SR) hivjdk. Az elnevezés Benzi,
Sutera €s Vulpiani-tél szarmazik, 6k a jégkorszakok periodikus valtakozasat ma-
gyardztdk a Fold-pdlya paramétereinek periodikus valtozdsa és zaj segitségével

[85]. Azoéta szamos rendszerben kimutattdk és elméletileg is megmagyardztik a
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jelenséget [41, 108]. Egy rendszer akkor mutatja a sztochasztikus rezonancia je-
lenségét, ha l1étezik optimadlis zaj, amely mellett maximalis a be és kimeneti jelek
,hasonldsdga”. A jelenséget kisérletileg tobbek kozott Schmitt-triggerben [37],
1ézerekben [42, 74] és ion csatorndkban is kimutattdk [50]. Ekkor valamilyen
determinisztikus jelet adnak a rendszer bemenetére és a kimeneten jelentkezd va-
lasz tulajdonsdgait, példdul a teljesitményspektrumot [85] , a jel-zaj ardnyt (SNR)
[74], a ki és bemenet kozotti korreldciot [24] vizsgdljak. Ha a zaj fliggvényében
ezen mennyiségeknek valahol maximuma van akkor sztochasztikus rezonanciarél
beszélhetiink. A jelenség mechanizmusa dltaldnossdgban a kovetkez6 egyszer(i
példan szemléltethetd: legyen a rendszeriink egy dupla potencidlvolgyben csil-
lapitott mozgést végzd részecske, kimenetként pedig tekintsiik a volgyek kozotti
ugrasok id6sorat. Ha a potencidlvolgyet perturbélé erd kicsi, nem jon 1étre at-
menet. Azonban ha egy kis zajt, fluktuald erdt adunk a rendszerhez, idénként
lathatunk ugrédsokat. Kis zaj esetén ritkak lesznek az események, nagy zaj esetén
pedig teljesen véletlenszeri mozgds az eredmény. A két véglet kozott van egy op-
timum ahol a zaj indukalta ugras iddskéldja legjobban hasonlit a perturbdld jelére.
A példéabdl kitlinik, hogy elsdsorban akkor hasznosithatjuk a zajt, ha a rendszer-
ben érkez6 jel annyira gyenge, hogy dnmagaban nem képes kimenetet produkalni.
Miért pont a zaj segitségével erdsitjiik a jelet? Lehetne egyszertien csak a detek-
talas, gerjeszthetdség kiiszobét csokkenteni. Mivel valamilyen zaj ,,mindig” van,
azaz érkeznek olyan korreldlatlan ,,jelek”, amit célszert kiszlirni, sziikség van egy
megfelelé mértékii kiiszobre. gy a gyenge jeleket is kisziirjiik, 4m kell§ hango-
lassal kaphatunk hirt ebbdl a tartomédnybdl is a SR-jelenség segitségével.

Neurdlis rendszerekben el6szor Longtin, Bulsara és Moss [69] vizsgédlta és
mutatta ki a jelenséget és azoéta szdmos kisérletben, kiillonbozé fajok szenzoros
rendszereiben is kimutattdk példaul folyami rdk mechanoreceptoraiban [33], tii-
csok cerkdlis szenzoros rendszerében [64], de a belso fiil szorsejtjében [52] és az
emberi latérendszerben [94, 95] is.

Az elméleti vizsgédlatok kezdetben kétdllapoti neuron modelleken alapultak
[17, 73]. Kés6bb megjelentek a realisztikusabb FitzHugh-Nagumo modellek szi-
mulaciéjan alapulé munkdk [68, 109]. Az el6bbi két bonyolultsdgi szint kozotti
modell, az integrate-and-fire (IF, integral-és-tiizel) viselkedésének egy részét lehet

analitikus médon meghatérozni, ezért kiillonbozo feltételezésekkel, kozelitésekkel
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1.1. abra.
A kép illusztrdlja a SR jelenséget. Minden pixelnél az eredeti sziirke skdldn vett
értékekhez fehér zajt adtak, majd egy adott kiiszob alatt O-t felette 1-et megadva
a pixel értékének kaptak a képeket balrdl jobbra novekvd zaj mellett. (Simonotto
és msti. 1997)

éltek a kutatok, vagy szimuldcids, numerikus vizsgalatokat folytattak, ezeket az

1.1 fejezetben roviden 4ttekintjiik.

Az idegrendszer elemeit alkoté neuronoknak minden sziikséges tulajdonsiga
megvan a sztochasztikus rezonancia jelenségének produkaldsihoz, a kisérletek
meg is erdsitik elvardsainkat. Vajon honnan erednek és milyen tipusu zajok fi-
gyelhet6k meg az idegrendszerben? Szenzoros rendszerek esetében nyilvanvaléan
a kiilvilagbol érkezd jel lehet zajos. Bels6leg harom zajforrdst azonosithatunk: a
sejtmembrant, a szinapszist és a tobbi sejttdl érkez szabalytalan aktivitast. A sejt-
membrdn kettds lipidrétege nem atjarhaté a legtobb ion szdmara, igy ioncsatorndk
és pumpdk biztositjdk ezen ionok szabdlyozott mozgasit a membranon keresztiil.
Az egyes csatorndk és kapuk miikodése diszkrét folyamatok, egymastol kozvet-
leniil nem, csak a membrdn két oldala kozotti aktudlis fesziiltségen, vagy mads
paraméteren (pl. ionkoncentracid) keresztiil fiiggnek, természetes médon fluktu-
aciokat keltve a membréanpotencidlban. Az aktivitdsi mintdzatban (tiizelési min-
tdzat) mérhetd szabdlytalansdgért részben ez a zaj a felel6s [9, 72, 88], mivel
befolydsolja a gerjeszthetdséget, bar kordbbi munkdk kisebb jelentdséget tulajdo-
nitottak neki [15, 71]. A kémiai szinapszisokban minden preszinaptikus aktivalo-

daskor valtoz6 szamu neurotranszmitter szabadul fel és okoz potencial valtozast
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a posztszinaptikus sejten [55], igy szintén forrdsa a sejtek tiizelési mintdzataban
jelentkezd zajnak [111]. A harmadik forrds, nem fiiggetleniil az el6bbi kett6tdl,
a kapcsolddo preszinaptikus idegsejtek szabdlytalan aktivitdsa [71]. A nagyfoku
irregularitdst els6sorban az in vivo kisérletekben mérték, szeletkisérletekben a bo-
nyolult szabélyozd és feldolgozo rendszerbdl kiszakitva ugyanazon tipusu a sejtek
meglehetdsen szabdlyos aktivitdsi mintdzatokat generdltak. Ezen a ponton tdjra
felvetddhetnek azok a ,,filozéfiai” kérdések, hogy mi is a zaj, mi a kiilonbség a jel
és a zaj kozott. Stevens és Zador [98] vizsgalatai azt mutattdk, hogy a sejtek ak-
tivdldsdhoz a bemenet nagyfoku szinkronitdsa sziikséges, azaz nem statisztikailag
fiiggetlen, véletlen jelek sokasdga vezet az irreguldris tiizelési mintdzathoz, ha-

nem ezek a latszolag szabalytalan mintazatok fontos informéaciét hordozhatnak.

Az idegsejtek dnmagukban is igen komplex rendszernek tekinthetSk. Bonyo-
lult szertedgaz6 dendritfdval, a tobbi sejt felé ingereket kozvetité axonnal és sejt-
testtel rendelkeznek. Szdmos kisérleti és modellez6 munka foglalkozik a sejtek
viselkedésének részleteivel pl. [5, 63, 101-103]. Ezek a vizsgdlatok a sejtek
morfoldgidjanak, ioncsatorndk tipusdnak, eloszldsainak hatdsat, szerepét elemzik
a tlizelési mintdzatok kialakitdsaban. Amikor azonban nagyobb hdlézatok, sok
sejt kollektiv viselkedését kivanjuk megérteni egyszerlibb modellekre kell vél-
tanunk. Ennek okai hogy j6l azonosithatéak maradjanak azok a tulajdonsigok,
melyek dontd szerepet jatszanak a jelenségek kialakitasdban ill. a mdra mar egyre
kevésbé korlatozo szamitasi kapacitds. Ezért €s mert a dolgozat célja a tiizelé-
sek statisztikdjanak vizsgalata, az un. ,leaky integrate-and-fire” (LIF; szivargd
integrél-és-tiizel) [60] modellt alkalmazom, mely ugyan nem ad szdmot a jelgene-
ralés részleteirdl, de jol elkiiloniti a sztochasztikus rezonancia jelenségében fontos

kiiszob alatti és kiiszob feletti tartomanyokat.

1.1. Ornstein-Uhlenbeck neuron

Azokat a LIF neuronmodelleket, melynek dram tagjaban additiv fehér zaj van
Ornstein-Uhlenbeck neuronnak (OUN) nevezziik [59]. A LIF modellt Lapicque

definidlta el6szor 1907-ben [60]. A modell kondenzatorral (C') parhuzamosan
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kotott ellenallas () és telep (V) segitségével irja le a membréanpotencidl (v) vi-
selkedését a kiiszob alatti tartomdnyban. Ha a fesziiltség a kondenzator végein
elér egy bizonyos kiiszob értéket (O) akkor kimenetet general (spike, tiizelés) és
visszakeriil egy kezdeti (,,reset”, V. < O) potencidl értékre. Ha nincs bemenet
akkor a telep meghatdrozta egyensulyi helyzetben van a sejt (v = V;), &m ez nem
sziikségszeriien egyezik a ,,reset” értékkel. Egyenletek nyelvén a membranpoten-

ciél iddbeli valtozasat a kovetkezOképpen irhatjuk:

Tm0(t) = —(v(t) = Vi) + RI(t), v(t)=0 := ot")=V, (1.1)

ahol 7,,, = RC, a membran, vagy RC kor idéallanddja. A kimenetet pedig o-
fiiggvények sorozataval szokds kozeliteni:

y(t) = 6t —t;), ts=[t <ty <ts...tv(t;) =06
tjEts
Ez az alapmodell, melyet ki szokds még egésziteni in. abszolut refrakter in-
tervallummal, vagyis minden tiizelés utdn bizonyos ideig a sejt nem aktivalhato, a
membrinpotencidl végig V,. értéken marad. Az 1.1 dramtagjdhoz stacioner fehér
zajt adva jutunk el az OU egyenlethez [105]:

Tmd(t) = —(v(t) — Vi) + RI(t) + o&(t), (1.2)

ahol &(t) Gauss-zaj o szérdssal.
Atskéldzva a véltozokat eljutunk a 1.1.1.2. egyenletek kanonikus alakjihoz
[84].

v=V,  _ t - I(tmt)  _ o
= J() =17 = 1.
o—v Tn Weev T me-w Y

v =

Ha az R membrénellendlldst egységnyinek vessziik, vagy mint egyszeri skalazdsi
faktort beolvasztjuk a bemenetbe (nem dramnak tekintve ezutan az (¢)-t, hanem

membran ,,gerjesztésnek™) és V. = V) -t véve az 1j valtozokkal irhatjuk :
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o(t) = —o(t) + I(t) + o&(t) (1.4)
v(t) = 1:= o(t") =0, =0, (1.5)
y(t) = > 0t —ty), ts=[t <ty <ts...tfo(t)=1  (L6)

(€@) =0, (X)) =t —1). (1.7)

Az OU-neuron jo kozelitése lehet a Stein-modellnek [96], ahol a més sejtek-
t6l érkez6 inputokat egymadstdl fiiggetlen kis amplitidéja Poisson folyamatként
értelmezziik [22, 45, 53, 57]. A levezetésbdl kideriil, hogy akkor lehet a véletlen
bemenetek sokasagit fehér zajjal kozeliteni, ha a serkentés és gatlds egyensuly-
ban van. Ha csak serkentést vesziink figyelembe ugyanis, akkor a véletlen beme-
net okozta membranpotencidl valtozds varhato értéke és szordsa nem fiiggetlen,
az amplitddok csokkenésével és a varhatd érték végességére tett eldirds miatt a
sz6rds nulldhoz tart, azaz determinisztikus esethez jutunk vissza [58, 82]. Az 1.4.
Langevin-egyenlethez megadhaté Fokker-Planck egyenlet, mely az dllapotelosz-
lasok id6beli véltozdsat irja le:

0 Plothonte) = (o TP (v, thoo t0)] + S Plo o 1) (18)
—P(v, t|v = ——|(—v v, t|v ——P(v, tlv .
8t ) 0, L0 81} ) 0, 40 2 8’02 5 0, b0
melyhez tartoznak még kezdeti és peremfeltételek:
P(v,t|v.,tg) = 0(v—v,) (1.9)
0
P(1,tv,.,t9) = 0, — P(v, t|v,, to) =0, (1.10)
81) V=UVhyp

ahol vy, adja meg a membranpotencidl legalsé elérhetd értékét. Ha nincs alsé
hatdr akkor vy, = —oo, és a masodik peremfeltétel P(—oo,t|v,,t;) = 0 -va
alakul.
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1.1.1. Statisztikai tulajdonsagok

A tiizelési mintdzatok statisztikai vizsgdlata a tiizelések kozti idSintervallumok
(IST - inter spike interval) eloszldsdn alapul. Mivel a sejt a kiiszob elérésekor
tiizel és visszakeriil a kezdeti dllapotba, az eloszlds kérdése megfogalmazhaté tn.
,first-passage time” (FPT) problémaként, vagyis, hogy mi a valészintiségeloszldsa
az idGintervallumoknak, mig a sejt alapéllapotbdl adott feltételek mellett elszor
jut a kiiszobig. Ha a determinisztikus gerjesztés idofiiggs, akkor valtozé kezdeti

és gerjesztési feltételek mellett kell értelmezni a FPT eloszlast, azaz legyen

p(Tlte) = Prob{r|v(tg) = v, v(to + 7) = O} (1.11)

a feltételes ISI stirliségeloszlas. Elvileg el6fordulhat, hogy a stir(iség integrélja O,
ekkor sosincs kimenet (nem tdl érdekes lehetGség), egyéb esetekben az integral

definici6 szerint egy. Tulélési vagy bennmaradasi fiiggvénynek nevezziik:

t—to
S(t|t0) =1- / ,0(S|t0)d8, t > tg, (1.12)
0

ami megadja, hogy mi a valészintisége annak, hogy egy intervallumon beliil nincs
kimenet. Kezdetben S(ty|to) = 1, a bennmaradds valészintiségének viltozasa ara-
nyos a ,,.benn levéssel” és az un. pillanatnyi tiizelési valoszintiséggel (hazard, age-
dependent death rate, [26, 27]):

d
30 (tito) = —A(t[t)S(tfto)- (1.13)

Derivélva az 1.12 egyenletet a FPT eloszlds kifejezhetS a A ratdval,

p(t —tolto) = A(t[to)S(tlto), (1.14)

ot — tolt) = )\(t|t0)exp[—/t)\(s|t0)ds]. (1.15)

to

A fenti mennyiségek kifejezhetéek az 1.8 egyenlet megolddsaval, a membrén-

potencidl valdszintiségeloszlasaval:
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1
S(tfto) :/ P(o, oy, to)dv (1.16)
Vhyp
derivalva
d 1
p(t —tolte) = — P(v, t|v,, to)dv. (1.17)
dt J,,,,

Amennyiben a bemenet (/(¢)) legaldbb haromszor folytonosan derivéalhat6, akkor
Gihman és Skorohod [43] alapjan az dtmeneti valdszintiség fiiggvény, P (v, t|v,, )
folytonosan derivdlhat6 legaldbb egyszer id6 €s kétszer a fesziiltség valtozo6 sze-
rint. Ekkor a ISI eloszlas (p(t|ty)) 1étezik és folytonos és ebben az esetben kovet-
kezik, hogy ha v, < 1 akkor p(to|ty) = 0, mivel p folytonos és igy ugrdasokat nem
tartalmazhat.

Az OU folyamat FPT megoldasat konstans bemenetre Siegert [93] adta meg
v, és 1 kozott. Eredményeit Johannesma késdbb [53] kiterjesztette véges vy, alsé
hatarfeltételeket is figyelembe véve. Altaldnos esetben azonban a Fokker-Planck

egyenletet nem lehet analitikusan megoldani.

Az egyenlet numerikus megolddsdhoz Schrodinger [89] éltal javasolt médszer-
rel juthatunk [20, 84]. Ebben az1.8. Fokker-Plank egyenlet hatarfeltételek nélkiili

megoldasa és a FPT stirliségfiiggvény Osszefiiggését integralegyenletként nyer;jiik.

Ha eltekintiink a peremfeltételektdl, pontosabban

lim P, (v,t|vg, to) =0, P, (v,t = tg|lvg, to) = d(v — vy), (1.18)

v—Foo

akkor az 1.8. egyenlet megoldésa [56]:

1 —ve(tlvg, to)]?
exp [v UQf( |vo, to)] 7
22 (t — o) 2n*(t — o)

Py (v, t|vo, to) = (1.19)

ahol vy (t|vo, to) az 1.4. egyenlet zajmentes megoldasa
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th+T ot

1.2. abra.
A kép illusztrdlja Schrodinger Otletét. Mivel a membrandllapotok atmeneti va-
16szintisége csak az el6z6 Allapottdl fiigg, az oddig tartd tttdl nem (Markov-
tulajdonsdg), igy annak a val6szintisége, hogy a membrin el6szor éri el a kiiszobot
adott ¢y 4+ 7 id6pillanatban megegyezik azoknak a trajektéridknak az egyiittes va-
16szintiségével, amik egyszer mar elérték kordbban és visszatérnek ¢, + 7-ban.
Lasd. 1.22. egyenlet.

t—to
vi(t;vg, tg) = e 700 (vo - / I(to + s)esds> (1.20)
0

2

pAto) %(1—52“4@), (1.21)

és 1)* a variancia id6beli vdltozédsa. Schrodinger megoldasét kovetve, ahogy azt az
1.2. dbra illusztrdlja, két részre oszthatjuk a trajektdridkat melyek v(ty) = v, kez-
deti feltételekkel indulnak. Azokra amelyek ¢, + 7 -ban el6szor érik el a kiiszobot,
ill. azokra amelyek ty+ s < ¢+ 7 -ban érték el el6szor és o + 7-ban visszatérnek

a kiiszobhoz. Integrdlva a visszatérd trajektoridk valdszintiségét kapjuk:

Ps.(1,ty + T|v,, to) :/ Py, (1,tg + 7|1, to + s)p(s|te)ds. (1.22)
0

A szabad difftiziés megoldas v (t|vo, to), expliciten fiigg az id6t61 (1.20.) haa

kiilso gerjesztés is id6fiiggd, ezért az integralegyenletet nem lehet Laplace- transz-
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formécidval, csak numerikusan megoldani [19, 44, 84].

Az 1.22. egyenletet mér periodikus gerjesztés esetén is numerikusan kell meg-
oldani, ezért szdmos kozelité modellt alkalmaztak a jelenségek egyszertibb €és at-
lathatobb vizsgalatara. A modellek egyik csoportjét ,,hazard” vagy rata (pillanat-
nyi tiizelési valoszintis€ég) modelleknek hivjuk. Ha a sejt bemenete determinisz-
tikus akkor az 1.20. egyenlet irja le a membranpotencidl id6fejlédését. Amikor
eléri a kiiszobot vy-et, a sejt tiizel. Ha zaj is érkezik a bemenetre akkor bar vy
nem érte el a kiiszobot, a sejt barmely pillanatban nem nulla valészintiséggel tii-
zel. Azt a h fiiggvényt amely a pillanatnyi tiizelési rdtat adja meg a v, kiiszobtol
val6 tavolsaga fiiggvényében hazard-nak hivjuk és a kiillonb6z6 modellek ezt a
hazard tfuggvényt kozelitik. Az Arrhenius modell szerint a h rata ardnyos annak a

valészintiségével, hogy a potencidl éppen a kiiszobon van

hare(Tlte) = ce 1) ~ Py(1, 7|0y, 1) (1.23)
1 —wve(T|t
2(rlte) = —2( o) (1.24)

ahol c illeszthet6 paraméter. A modell elhanyagolja a kiiszob befolyasat a Pp
stiriségeloszlas fiiggvényre (feltételezve, hogy eléggé tavol vagyunk a kiiszobtdl)
igy a ,,szabad” megoldas értékeit haszndlja, tovabba a zajrol n(t) is feltételezi,
hogy gyorsan eljut az aszimptotikus értékéhez o -hoz. Lassan viltozd kiiszob
alatti bementekre ad j6 kozelitést ez a modell. Javithaté a modell teljesitménye
ha figyelembe vessziik a determinisztikus bemenet valtozasét azaz a drift taggal

(—vs + I(t)) ardnyos ratdval szamolunk, ez az Arrhenius& Current modell [83]

; t
hAT‘T‘&C’U/I‘T(T|tO) = (Cl + C2w> 6—;1:(7'|t0) (125)

Itt c; és ¢y szintén illeszthet6 paraméterek. Tovabbi h ratafiiggvényt kozelitd
modellek pl. az Abeles [3] €s Tuckwell [104] modell, melyek szintén tartalmaznak
illesztési paramétereket.
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1.1.2. Sztochasztikus rezonancia

A sztochasztikus rezonancia jelenség vizsgalatakor a bemenet és kimenet hason-
16sdgat mérjiik. Periddikus bemenet esetén a kimeneti jel-zaj ardnyt (SNR) szo-
kas a hasonlésdg mértékének tekinteni. Nem periddikus esetre Collins (1995,
[24]) javasolt keresztkorreldcids mértéket. Periddikus esetben a mddszer csak a
frekvencidt vizsgélja, azt tekinti jelnek, a jel fdzisa nem jétszik 1ényeges szere-
pet. Aperiddikus esetben azonban természetszerien felmeriil a kérdés, hogy ha a
rendszer nem csak torzitja hanem késlelteti is a jelet, akkor milyen id6eltoldssal
kell a keresztkorrelacids mértéket a zaj fiiggvényében szdmolni. LIF (szivargé
integral-és-tiizel) modellben a periédikus bemenet fazisa eltolodik a frekvenciatol
fliggben, tehat ha egy valtoz6 frekvencidju jel érkezik a bemenetre nehéz defi-
nidlni a megfelel6 josagi mérdszamot. Idegsejtek és modelljeik vizsgélatidban a
bemenet és a kimend tiizelési mintdzat statisztikajat hasonlitjak ossze.

Az egyik lehet6ség, hogy az ISI siirliségfiigvényének a periddikus bemenet,
modulaci6 periddusidejénél felvett értékét dbrazoljuk a zaj fiiggvényében [18, 91].
Intuitiven jol értelmezhetd a mddszer: egy hosszu tiizelési sorozatban milyen
gyakoriak a jel periddusanak megfelel6 intervallumok. A jelenség kimutatdsa-
nak masik moédszere a kimeneti teljesitményspektrumon alapul, itt a bemend jel
frekvencidjan mért ,,jel” amplitido és a hittérzaj aranyaval (SNR, jel-zaj ardny)
jellemezziik a rendszer ,,detektdld” képességét. Az aktivitdismintdzat spektruma

kifejezhetd az ISI stirliségeloszlds Fourier-transzformaltjaval [27, 99]:

S(w) = ﬂ<17> (1 + f(;()w) o f(;;(i)w» w>0  (1.26)

ahol p(w) az 1.11.ben definidlt strtiségfiiggvény Fourier- transzformaltja (félol-
dalas transzformacid, mert az eloszlas fiiggvény csak pozitiv intervallumokra van
értelmezve, de stacioner esetben a tiizelés sorozat autokorrelacidjanak szimmetri-
kussdgabol kovetkez6en a spektrum is az). Periddikus bemenet esetén p, mint a
1.11 definicidban is, fiigg az eldzd kisiilés idépontjatol. Ezt kivédendd Bulsara,
Plesser és masok [18, 58, 84] ,;reset”-elték a jelet is tiizeléskor egy adott kezdd-
fazisra, igy mar egy stacioner megujuld folyamatot kaptak, azaz elimindltdk az
el6z0 tiizelés idejétdl valo fiiggést (endogén gerjesztés).

Hattérzajnak megujul6 pontfolyamatok kapcsén a pusztin fehér-zajjal gerjesz-
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tett LIF modell kimenetét szokds tekinteni. Ekkor az Poisson folyamatként irhat6
le, melynek ISI stirtiségeloszlds fiiggvénye p(7) = Aexp(—A7). Az 1.26.bdl a
spektrumra konstans értéket kapunk: S, = 1/7(7), mellyel a SNR definicidja:

max{S(w)|(1—c)2 <w < (14 )2}
5

ahol 2 a jel frekvencidja és c-vel hatdrozzuk meg a a kimeneten megjelend jel

SNR = (1.27)

frekvencidjanak lehetséges tartomdnyat. Mivel a membrannak van ,tehetetlen-
sége” nem képes minden frekvenciat kovetni, el6fordul, hogy ,Jlemarad” a jelhez
képest, vagy a lassu frekvencidkndl a zaj miatt mar jellemz&en hamarabb kisiil.
Természetesen més rendszerek esetében nem lehet egy Poisson folyamat teljesit-
ményspektrumat tekinteni hattérzajnak, ilyenkor a jel frekvencia ,,.kornyékén” vett
atlagos hattérhez kell viszonyitani [90].

Ha nem csak a jel frekvencidjat kell detektdlni, hanem ,,pontos” id6zitésre is
sziikség van (rata kédolds helyett/mellett id6zités kédolds pl. tanulds, koinciden-
cia) akkor az un. tiizelési precizitast (firing precision f P) szokdas vizsgélni, vagyis
az ISI csicsdnak és félérték szélességének hanyadosat. A kiilonbozd mértékek
masra érzékenyek tehat mas a zaj a fP(D) maximalis értékénél és az SNR(D)
fiiggvény maximuméanal [91].

Exogénnak nevezzziik azokat a bemeneteket amelyek nem ,,reset”’-el6dnek, a
sejt kisiilésétdl €s nyugalmi allapotba keriilésétdl fiiggetleniil valtozik tovabb a
jel. Ekkor periddikus meghajtast tekintve a tiizelési fazist egy véletlen véaltozdval
irhatjuk le. Shimokawa és mitsi. [91] alapjdn a p(7|0) feltételes FPT valdszint-
ség stirliségfiiggvény elegendGen irja le az intervallumok eloszldsat. A p(7]0)
segitségével megadhatdk az aszimptotikus intervallum és tiizelési fdzis eloszlas

figgvények. Képezziik ugyanis az

F(ol0) = QZ (k:T+ |9) (1.28)

fliggvényt, amely a tiizelési fazis valdszinliség stirliségeloszldsa az el6z0 tiize-
1ési fazisra kondiciondlva. f(¢|0)-t a kezdeti faziseloszlassal, ho(6)-val szorozva
és integralva kapjuk a kovetkezd tiizelés faziseloszlasat. Iterativan alkalmazva

az eljarast eljutunk az aszimptotikus faziseloszldshoz h..-hoz (a konvergencia és
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stabilitds kérdéséhez lasd [61]). Az aszimptotikus intervallum eloszlas pedig

27
e = / p(£0)hos (6)0 (129)
0

moédon adodik.

A sztochasztikus rezonancia jelenségének egyik lehetséges magyardzata az
1d6skaldk egybeesése (time-scale matching [16, 18, 41, 70, 77, 84]). A mechaniz-
mus a pusztan zajjal kivaltott aktivitds modusanak és a gerjesztd jel periddusanak
egyezésével indokolja a rezonancidt. Az id6skdldk egybeesése a jelenséget kis
amplitddok ill. endogén gerjesztés esetén irja le megfeleld pontossaggal. Exogén
gerjesztés mellett haladva a nagyobb, kiiszob alatti amplitddok felé azonban rom-
lik a joslat [91]. Erre a tartomdnyra Shimokawa és mtsi. [90] egy mdésik me-
chanizmust, az atlagos tiizelési frekvencia rogziilést (mean discharge frequency
locking) javasolt magyardzatnak. Itt a zaj novekedtével a rendszer Ggy viselkedik,
mintha kiiszob feletti gerjesztést kapna, az atlagos tiizelési frekvencia a zaj sz€les
tartomédnydban koveti a meghajtds frekvencidjat, ekkor adja a legjobb SNR-t. Ez
a tartomdny azonban joval alacsonyabban van mint amit az id6skaldk egyezése

javasolna.



Statikusan csatolt LIF sejtek

halozata

Az egyes idegsejtek sztochasztikus aktivitdsdnak leirdsdra szolgdlé statisztika-
1 eszkozok, moédszerek, fogalmak attekintése utdn ebben a fejezetben az ideg-
sejtek csoportos viselkedését tanulményozom elSrecsatolt LIF modell neuronok
halézataban. Ez a halézatszerkezet tekinthetd ,,neurdlis erdsitének™, a kimeneti
sejt Osszegydjti a bemeneti sejtekre érkezd jeleket. A sztochasztikus rezonancia
(SR) tanulmanyokban a csoportos viselkedést tobbnyire pusztin kidtlagoltak, nem
vizsgaltak a hdldzat tulajdonsdgainak hatdsat a SR jelenség kialakitasdban. Ebben
a részben megmutatom, hogy kiilonboz6 jel- és zajtartomanyokban, a csatoldsi
erdsség miért jatszik fontos szerepet az optimélis SNR elérésében €s, hogy egy
bioldgiailag relevdns dinamikus mechanizmus, a szinaptikus depresszi6é képes a
halézat sziikséges csatoldsat automatikusan a zajintenzitidshoz hangolni, igy biz-

27 2

tositva a megfeleld/elérhet6 atvitelt.

2.1. El6zmények, modszerek

Ha statisztikailag ekvivalens mintdkat vizsgalunk, az egyik legegyszer(ibb méd-
szer a zaj kisziirésére ill. a SNR javitdsara ha atlagoljuk a jeleket. Kezdetben,
mivel a zaj szétkeni a jeleket, tigy gondoltak, hogy a sokasdg atlagolasaval kapott

frekvenciakddolds lehet az alapvetd mddja a zaj hasznositdsdnak. Ezekben a vizs-

15
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galatokban az elemeket vagy csatoltak [51, 67], vagy ha nem csatolt sokasdgot
elemeztek [23, 25, 78], az elemek éatlagos viselkedésével kalkuldlva kimutattak,
hogy az elemek szamdnak novelésével javul az SNR a bemeneti zaj széles tarto-
manyaban. Pei és mtsi. [§0] azonban megmutattik, hogy az idegtudoményok sze-
rint a neurdlis rendszerekben oly fontos preciz id6zités is megtarthatd ill. hasonld
,rezonancia” gorbét kapunk a zaj fiiggvényben az id6zités precizitdsira. S6t, va-
rakozéasainknak megfelelden a kiiszob feletti jelek a zaj novekedtével monoton
romlé precizitdssal tovabbitddnak.

A periodikusan gerjesztett neuronsokasagok egyiittes viselkedésének egy egy-
szer(ibb lefrasdt Shimokawa €s mtsi. [92] adtak meg és én is az 6 megkozelitésiiket
alkalmaztam. Cikkiikben LIF modell-sokasagot vizsgaltak, melyek azonos perio-
dikus jelet de egymdashoz képest fiiggetlen fehér zajt kaptak bemenetként.

A kozponti hatdreloszlas tételhez hasonldan, nagyszamd, fiiggetlen megujulo-
folyamat 0sszege Poisson folyamathoz tart [26]. Tehat az egyes folyamatok éaltal
generdlt fiiggetlen események kozotti idéintervallumok egymastol fiiggetlen, ex-
ponencidlis eloszlasu valdszintiségi valtozokkal irhatdk le, az eredd Poisson folya-
mat paramétere pedig az egyes folyamatok paramétereinek 0sszegeként adodik. A
LIF sokasagot tekintve, ha csak zajt adunk bemenetként akkor korreldlatlan és \;
paraméterd exponencidlis ISI eloszlast kapunk kimenetként. ,,Osszedmlesztve”
ket egy ) . \; rdtdji Poisson folyamathoz jutunk (HPP - homogeneous Poisson
process). Amennyiben id6fiiggd gerjesztést is adunk a sejteknek, a sokasag kime-
nete inhomogén Poisson folyamatként (IPP) frhat6 le \(¢) ratafiigvénnyel.

Periddikus gerjesztés esetén A(t) is periddikus lesz. Ekkor a tiizelési fazis

eloszlasa

 TA(T6/2)

h(0) = 2eA(T) (2.1)

ahol 7T a jel periddusideje, A(T") = fOT A(s)ds az atlagos kisiilések szdma ciklu-
sonként. A képlet jelentGsége abban &ll, hogy a h(0) fiziseloszlds megegyezik az
egyes sejtek faziseloszlasaval, vagyis egy sejt paraméterével megkaphaté a soka-
sadg paramétere.

Fontos kérdés, hogy a sejtek belsd dinamikdjabol fakadd korrelaciok meg-

szlinnek-e ha sokasdguk viselkedését nézziik, hiszen ekkor j6 az IPP kozelités. Az
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id6atskalazas modszerével [14, 26] demodulélva a kisiilési idoket levalaszthatjuk

a kiilsoleg bevitt korreldcidkat a kimenetrdl.

t
tH?:/ A(s)ds (2.2)
0

transzformaciot elvégezve 1 vdarhatd értékli HPP-t akkor és csak akkor kapunk
eredményiil, ha a megfelel6 ,hazard” fiiggvénnyel transzforméljuk az adatokat.
Shimokawa és mitsi. [92] statisztikai mddszerekkel igazoltdk, hogy a sejtek sza-
manak novekedésével a sokasdg IPP-ként irhat6 le a gerjesztési amplitudo és za-

jintenzitds széles tartomdnyéban.

2.1.1. A haldzat modell

A sejtmodell. Szimuldciéimban a bevezetSben leirt normalt LIF sejtmodellt al-

kalmaztam, azaz

o(t) = —v(t) + 1(t) + o&(t)
v(t) =1 := o(th) =v. =0,

kiegészitve abszolut refrakter periédussal, amikor is nem fogad inputot a sejt. En-
dogén gerjesztés esetén ennek nincs jelentdsége, dm exogén meghajtas esetén mo-
dosithatja a detektal6 képességet [23].

A szinapszis. A szinapszisok, a sejtek kémiai informdcids kapcsolatai igen
bonyolult egységei az idegrendszereknek. Sokféle biokémiai folyamat zajlik itt,
melyeknek funkciondlis szerepe van. A jelek feldolgozasanak egyik dllomdsdnak
tekintik, rdaddsul nem is kothetd egy sejt dllapotdhoz/akitvitdsdhoz, mind a pre-
mind a posztszinaptikus sejt beleszdl a szinapszis allapotdnak kialakitasdba. A
komplikalt struktirat szamos egyszeri modellel kozelitjiik. A legegyszertibbek a
fenomenologikus modellek, melyekben a transzmitter felszabadulést - pontosab-
ban az annak kovetkeztében fellépd posztszinaptikus konduktancia véltozast egy
un. alfa vagy dupla-exponencidlis fliiggvény irja le mds pre- ill. posztszinaptikus

valtozoktol fiiggetleniil. A szinaptikus dram ekkor
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[szin(t) = gszin(t)(Eszin _‘/;Joszt(t))

ahol
t t
gswin(t) = —e'"7  alfa-fliggvény vagy
T
Gszin(t) = Aﬁm(e%zt - e%lt) dupla-exponencidlis fiiggvény.

Vizsgalataimban azonban a legegyszertibb modellt haszndltam, amikor is a szi-
naptikus jel egy adott értékii d ugrast okoz az dramban. Ez a kozelités elhanyagolja
a posztszinaptikus membréin dllapotétdl val6 fiiggést, amely a kiiszobhoz képest
magas F.;, szinaptikus reverzal potencidl mellett ad j6 kozelitést. A szinaptikus
konduktancia id6fiiggését is elhanyagolhatjuk, ha sokkal gyorsabb idééallandéval
rendelkezik mint a membrdn. A sejt kimenete a membrandllapottdl fiigg, tehat
ha exponenciélisan lecsengd szinaptikus drammal (I5.;,(t) = gmas €xp(—t/75))

gerjesztjiik, akkor a zavarra adott valasz

o(t) = voerm + LM o7 — o7 | (23)
Tm — Ts

alakd, ha v(0) = vy és t = 0 -ban indult a szinaptikus jel. A potencidlvaltozas
a lassabban lecseng6 exponencidlis fliggvény szerint alakul. Adott ingerlési erds-
ségek mellett ez lecsengés hatdrozza meg azt az iddintervallumot, amikor a sejt
azonnal kisiithetd. Bar a szimuldciok sordn a szinaptikus dram id6fiiggését elha-
nyagoltam, az eredmények egy része kiterjeszthetd az id6fiiggd esetre is, mert az
csak a kistithet6 allapot hosszatol fiigg.

A halézat és stimulus. A 2.1. dbra mutatja a vizsgalt haldzatok szerkezetét
és a kiilonboz6 tipusu serkentések helyeit. A sejtek bemenetek szerint két részre
oszthatok: a kiilsdleg gerjesztett sejtek €s az ezek 4ltal szinaptikus kapcsolatokon
keresztiil ingerelt sejt(ek). A ,bemeneti” réteg sejtjei azonos szinuszos dramot
és korreldlatlan fehér zajt kaptak, mig kimenetiikkel a ,,mdsodik” réteg sejtjét in-
gerelték. A szimuldcidk sordn a szinuszos dram frekvencidjat és amplitidojat is

2,00

véltoztattam dgy, hogy a kiilonbozd frekvencidk (w) esetén az ,,effektiv’” amplitd-

dét, a membranpotencidlban okozott ingadozast megtartottam:
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A= ANTT o, (2.4)

Egy szimulécié sordn a kapcsolaterdsség, a szinaptikus konduktancia, dllandé és
azonos volt minden sejtre. A rezonanciagorbék a zaj és kapcsolaterdsség fliggvé-
nyeként 4lltak eld.

K6z0s szinuszoid jel /\/\/\/

Fiiggetlen fehér-zaj
&(t)

. F@—LIL

2.1. abra.
A halézat szerkezete: azonos sejtekbdl felépiilo eldrecsatolt halézat. A beme-
neti sejtek azonos szinuszos jellel de korreldlatlan fehér zajjal gerjeszt6dnek,
(&(t)&;(t)) = 0i;. A szinaptikus kapcsolatok erdssége egy halézaton beliil azonos
volt.

o o

o o

2.1.2. Adatanalizis

A sztochasztikus rezonancia jelenségét a jel-zaj ardnnyal mérik leggyakrabban.
IPP esetében a jel frekvencidjan mérhet amplitidot a A(t) rata fiiggvény Fourier-

transzformaldsdval is kaphatjuk:

17 .
ag == /O A(t)e 4 de, (2.5)

ahol () a jel frekvencidja. A zaj nagysdgét pedig az 1.1.2. fejezetben emlitett
modon az azonos 4tlagos tiizelési frekvencidju HPP adja, ez éppen ag, evvel
SNR = lul,

ao
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2.1.3. Numerikus modszerek

A szimulaciék a NEURON (5.7-es és 5.8-as verzid) nevil neuralis szimulatorral
késziiltek, amely egy objektumorientalt magas szintli programozasi kornyezet, el-
s6sorban részletes sejtmodellek vizsgalatira. Mds programokhoz képest elénye a
szinaptikus kapcsolatok hatékony kezelésében volt. A Crank-Nicholson integra-
lasi médszer id6lépése 0.01 ,.egység”, mig a szimuldcidk hossza 6552 ,.egység”
volt. (Ez utdbbi torténelmi 6rokség: kettd hatvany hosszu szimulécid sziikséges
a hatékony FFT-hez). Az adatok feldolgozasa részben a szimuldtorban, részben
Scilab (2.6-0s és 3.1.1-es verzid) ill. R (2.1-es verzid) nevii numerikus ill. statisz-
tikai programokkal tortént. A terjedelmes paramétertér vizsgdlata alkalmat adott
a HunGrid rendszer er6forrdsainak kiakndzasara.

Numerikus szimuldcidékban a zaj modellezése kompromisszumokkal jar. Ha a
lehetd legkisebb korrelacié a fontos, minden id6lépésben mas amplitddé értéket
generdlhatunk, azonban az id61épés vialtoztatdsakor véltozik a zaj hatarfrekvenci-
dja is. El6fordulhat tovdbb4, hogy a specidlis problémara hasznalatos numerikus
integréaldsi modszer érzékeny az effajta realizdciora. Ezért a szimulaciokban ,line-

arisan interpoldlt” zajt alkalmaztam, 0.03 id6lépésenként véalasztva 4j amplitddot.

2.2. Eredmények

2.2.1. Halozati aktivitas statisztikaja

Els6ként a 2.1. -ben vazolt médszerrel megvizsgaltam, hogy az elrecsatolt hdlo-
zat kimenete kozelithetd-e és milyen feltételek mellett inhomogén Poisson folya-
mattal.

A 2.2. és 2.3. abrakon lathatok a vizsgalat illusztrativ eredményei. A csu-
pan két bementi sejtet tartalmazd halézatok kimenete, ha kell6 szamu fiiggetlen
halézat kimenetét ,,0sszedmlesztve” vizsgaljuk, j6 kozelitéssel inhomogén Pois-
son folyamatként (IPP) irhat6 le. Bar két, fiiggetlen zajjal meghajtott LIF-modell
egyiittes kimenete még nem tekintheté IPP-nek, a két bemeneti és egy kimeneti
sejtbdl allo hélézatok sokasdganak kimenete mar igen. (Természetesen nem a

,»hdldzatisdg”, hanem a fliggetlen sokasdg miatt). Vizsgéltam kiilonb6zd zajinten-
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zitds, kapcsolaterdsség, bemeneti jel amplitddé és frekvencia eseteket és minden
paraméterkombindcié mellett, ha kelld szamu haldzat egyiittesét elemeztem a sta-
tisztikai proba igazolta a feltevést. Ha noveljiik a bemeneti sejtek szamdt, akkor
egylittesiik aktivitdsa egyre jobban kozelit egy inhomogén Poisson folyamathoz,
tehdt a kimeneti sejtek fiiggetlen sokasdganak viselkedése sem korreldlodik job-
ban, mint ha csak két bemeneti sejtiink van. Mindezekbdl kovetkezik, hogy az
IPP leirds érvényes hierarchikus hal6zatok sokasdgara, ha a a hdl6zatok korre-
lalatlan zajt kapnak. Csak ezek utdn érvényes alkalmazni a 2.1.2. fejezetben
mutatott médszert, vagyis hogy az Osszesitett kimenet \(¢) ratafiiggvényének,-
mely az egyedi haldzatok tiizelésifdzis eloszlasabol meghatarozhat6 -, Fourier-
transzformaldsaval megkaphat6 a kimeneti teljesitményspektrum.

A 2.3. dbran a korreldcios fiiggvény nem cseng le egy 1€pés utdn. Ez finomabb
felbontéssal kikiiszobolhetd, de meglehetdsen szamitasigényes feladat. A pontos
(és varakozdsainknak megfeleld) eredmények eléréséhez ugyanis egyrészt lehets-
leg minél tobb kimeneti tiizelés és tobb fiiggetlen realizicid egyiittese sziikséges.
Mind a két 1€pés sziikségszerlien csokkenti az egyiittes idoskélat, azaz egyre tobb
tiizelés keriil igen kozel egymdashoz. Ha az id6felbontdsunk nem elég finom, akkor
a demodulacié sem lehet az, igy rossz statisztikat kapunk eredményiil. A 2.2. és
2.3. dbrak esetében 100 halézat realizdcidjanak dt = 0.0001 iddegységgel végzett
szimulacidja volt sziikséges az IPP hipotézis igazolasédhoz.

A 2.1.2. fejezetben emlitett demoduldcié mdédszerét kiegészitve a Brown és
msti [14] 4ltal alkalmazott tesztet haszndltam, melynek 1épései a kovetkezdk: a

demoduldlt id6pillanatok kiilonbségébdl (7) képezziik a

2 =1 — exp(—7)

valészintiségi valtoz6t. Ha a hipotézisiink, - miszerint az id6sor ratafiiggvénye
éppen az a A\, melyet a demoduldldshoz haszndltunk - igaz, akkor z; egyenletes
eloszlasu fiiggetlen valdszintiségi véltozo a [0,1] intervallumon. Novekvo sorba

rendezve zj-t, a kumulativ eloszlasfiiggvénynek 1 meredekségii egyenest kell ad-
k—1/2

nia (b, = , n a minta mérete; [54]), melyet a 2.2D. és 2.3D. dbrdk mutatnak.



2. SZTOCHASZTIKUS REZONANCIA ELORECSATOLT HALOZATBAN 22

fr=0.2, Amp=0.81, N=2, rcv=0.2, D=3, gnax =0.89

p IST hisztogram A p demodulalt IST hisztogram B
12e—4 1.048
10e-4] 0.838
8e—4]
0.629
6e—4]
0.419
4e—4
Dot 0.210
S —— e 0.000
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000000 T T T T 0 1 T T T T T
0 20 40 60 80 100 0 0.2 0.4 0.6 0.8 1.0
2.2. abra.

A fels6 sorban a 2 bementi (N=2) sejtet tartalmaz6 halézat ISI eloszlasa demo-
dulalas elott (A.) és utan (B.). Az alsé sorban a demodulalt idésor autokorrela-
cios fliggvénye ill. a demoduldlt intervallumok valdszintiségi véltozdjanak transz-
formaciok utdni Kolmogorov-Szmirnov (KS) tesztje lathatd. Az autokorrel4cids
fiiggvény dbrdjan a kék vonal az o = 99% szignifikancidhoz tartozé kiiszobot
jelenti. A KS-teszten 45°-os meredekségii vildgos szinli 99% -os szignifikancia
szinthez tartoz6 hatarol6 egyenesek kozott fut a fekete mérési eredmény vonala.
Az dbréak 10° tiizelés statisztikaja alapjan késziiltek, az idS1épés, dt = 0.0001 egy-
ség volt. (alkalmazott jelolések: g,,q.: csatoldsi er6sség; rcv: refrakter periddus;
D: zajintenzitas; fr: bemeneti jelferkvencia)

2.2.2. Az optimalis SNR feltételei a hal6zatban

Szamos, a bevezetdben emlitett munka foglalkozott a sztochasztikus rezonancia
jelenségével neuronok vagy idealizalt idegsejtek egyiittesében. Tobbségiik soka-

sagként kezelte a sejteket, kimenetiiket egyszeriien 0sszeadva nézték, hogy milyen
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fr=0.2, Amp=0.81, N=2, rcv=0.2, D=21.9, g..,x =0.89

p IST hisztogram A p demodul4lt IST hisztogram B
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2.3. ébra.

A 2.2 4bra haldzatanak statisztikdja nagyobb zaj mellett. Az egyéb koriilmények
megegyeznek.

feltételek mellett teljesit jOl a halozat. A sejtek szdmanak novelésével természe-
tesen javult a jel-zaj ardny. Chialvo és mitsi. [23] szerint az altaluk vizsgalt mo-
dellben a bioldgiailag relevans refrakter periddus bevezetésével javult a SNR az
aperiodikus sztochasztikus rezonancia jelenségben.

Az altalam elemzett hdl6zatban azonban figyelembe kell venni a ,kiértékeld
miiszer”, egy masik sejt korlatait is. A 2.4. dbra mutatja, hogy a kiilonall6 sej-
tek egylittes jel-zaj ardnya mindig jobb, mint az azonos szamu bemeneti sejtet
tartalmazo hélézaté.

Minél rovidebb a refrakter periédus annél jobban kozelitjiik az optimalis SNR-
t. A 2.4. dbra csak egy adott gerjesztés mellett igazolja ezen allitast de széles frek-

vencia (0.05 - 1.25) és amplitud6 (0.1 - 0.9) tartomdnyban hasonld eredményre
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fr=0.2, amp=0.81
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2.0 2.0 i
1 + 16 LIF A + 16 LIF

18 f’% X max SNR S Y X max SNR

1.6 _"f s T Zma=1.01 1.67 + -ﬁﬁ} T gma=1.01

147 + t—ﬁ T Znn=0.99 147 °F L T gu=099

2l y £ =0.59 1 K £n=0.59

' + Zmax=0.51 ' Zma=0.51

107 + T =017 107 T 8ma=0.17

0.8 7] 0.8 7]

0.6 7] 0.6 7]

0.4 0.4

0.2 7] 0.2 7]

o® T T T g o® T T T T T
0 4 8§ 12 16 20 24 28 32 0 4 8 12 16 20 24 28 32
zajintenzitds zajintenzitds

SNR SNR D
0.60 0.60 ]
0.547 0.54 7
0.48 ] 0.48 7]
0.42 ] 0.42 7]
0.36 0.36
0.30 ] 0.30 7]
0.24 0.24 7] \
0.18 0.18
0.12 7 0.12 7]
0.06 7 0.06
000 T T T T T T T T T OOO T T T T T T T T T

50 6.7 84 10.111.813.515.216.918.620.322.0 50 6.7 84 10.111.813.515.216.9 18.620.3 22.0
zajintenzitas zajintenzitds
2.4. abra.

Az abrékon a 16 bemeneti és egy kimeneti sejtbdl allé halézat rezonanciagorbéi
lathatok adott jelre és kiilonbozd csatoldsi (g,,q4.) €s refrakter (rcv) periddusok
mellett. Az egyes sejtek egyiittes SNR-je mindig jobb mint a hal6ézaté. Minél
kisebb a refrakter periédus anndl jobban kozelitjiikk a kiilonallé sejtek egyiitte-
sének teljesitményét. Ldthatd, hogy egy bizonyos zajszint f6lott a hdlézatban a
gyengébb csatoldsi erésség jobb SNR-t eredményez, az alsé sorban az dtmenet
kinagyitott részlete 14thato.

jutottam. A 2.6. abrabdl kideriil, hogy kizardlag a kimeneti sejt refrakter ideje
okozza a kiilonbségeket, a két oszlopban a kiilonb6z6 refrakterti bemeneti sejt-
sokasdg azonos dtlagos aktivitdst produkédl bizonyos sejtszam folott. A 2.4. dbra
kinagyitott részén jol 1athatd, hogy egy bizonyos zajszint felett a kisebb csatoldsi
erésség vezet a kedvezbb SNR-hez.

A 2.5. abra foglalja 6ssze az optimadlis jel-zaj ardnyhoz sziikséges kapcsolat-

erdsség €és a hdldézat tobbi paraméterének kapcsolatit. A felsé négy dbra tago-
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lasa a kovetkez6: a fels6 sorban 0.31, a kdozépsd sorban 0.81 relativ amplitdddju
és 0.2 frekvencidju gerjesztd jellel meghajtott hdldzat optimalis kapcsolater6ssé-
gének grafikonja lathat6. A bal oldalon 0.2-es refrakterd (rcv), a jobb oldalon
rcv = (0.05-o0s refrakter periodus jellemezte a sejteket. Az abrakbdl kideriil, adott
frekvencidn dontGen a refrakter id§ befolyésolja a g% (D) optimdlis csatoldsi
erOsség- zaj fliggvény menetét. A gerjesztd jel amplitidéja és frekvencidja hori-
zontdlis irdnyban mozgatja kissé a grafikont.

A 2.4. és a 2.6. abrdk alapjan tehat megallapithat6, hogy a hdlézat rosszabb
SNR-t ad mint az egyes sejtek Osszege €s ennek oka a kimeneti sejt ,,tehetet-
lensége”, a refrakter id6. A bementi sejtek hasonld tehetetlensége nem jatszik
szerepet a SNR csokkenésében, a 2.2.1. fejezet eredményei és a 2.6. dbra alapjan
mar meglehetdsen kis szdmu bemeneti sejtsokasdg jol kozelitheté IPP-ként, azaz
a sokasdgnak a sejtszdmmal forditott ardnyban 4ll a tehetetlensége. Kis zajinten-
zitdsokndl ahol a kimeneti sejt nem korldtozza a jelatvitelt, a hdl6zat SNR-je, erds
csatolds mellett (g,nq > 1) kOveti a sejtsokasagét (2.4. dbra). Ahogy azonban
az atlagos aktivitds megkozeliti a kimeneti sejt felsé hatarfrekvencidjat, romlik a
teljesitmény. A 2.6. dbran az is lathatd, hogy nem kell az egész jelperiédusban
tilhajtani a kimeneti sejtet ahhoz, hogy romoljon a SNR.

A stacioner jelet frekvencia kddoldssal tovabbitjdk a sejtek, azaz a jel ,,pozi-
tiv” fazisdban minél tobbet, a ,,negativ”’ fazisdban pedig minél kevesebbet tiizelve
kapjuk a legjobb SNR-t. A zaj kezdeti novelésével a ,,pozitiv”’ fazis frekvencidja
jobban nd, mint a ,,negativé, igy n6 az SNR. Egy bizonyos zajszint utdn azonban
a tiizelési faziseloszlds kilapul, csokkenni kezd a ,,pozitiv” €s ,,negativ”’ fazisban
az atlagos tiizelési frekvencia kiilonbsége. gy néz ki a sztochasztikus rezonan-
cia a sejtsokasdgban. Ha a sokasdgot nem egy végtelen kapacitiasd szamitégép
értékeli ki, hanem egy mdsik sejt, akkor a teljesitmény, azaz az SNR hamarabb el-
kezd csokkenni (2.4. dbra), mivel a ,,pozitiv” fazis frekvencidja nem nShet tovabb
ellentétben a ,,negativ” fazis frekvencidjaval.

Amikor kimeneti sejten a gerjesztés egy fazisban eléri a felsd hatdrfrekven-
ciat ill. kicsit f6lé megy, akkor erds csatolds esetén kb. a felsd frekvencia felére
esik a lokalis atlagos kimeneti frekvencia, ez lathaté a 2.8B. dbra sz€ls6 fazisai-
ndl. Ekkor minden masodik refrakter periéduson beliil érkezé tiizelés elvész, ezért

csokken a frekvencia. Ha novekedik a lokalis aktivitas, novekszik a kimeneti frek-
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vencia a fels6 hatarfrekvencidig. Mi torténik, ha gyengébben (g, < 1) csatoljuk
a hdlézatot? Ha g,,., > 0.5, akkor legalabb két kozeli tiizelés sziikségességét ir-
juk eld egy kimeneti tiizeléshez. A kozeliséget g.,,.. szabja meg: az egy tiizelés
kivaltotta elégerjesztés lecsengése biztosit egy ,,idéablakot” , ha a kovetkezd ger-

jesztés ezen beliil érkezik egyuttal egy kimenetet is kivalt. Parok el6irdsa esetén

az id6ablak igy irhato:

tw = Tn (%) 2.6)

ha tw-n belill érkezik a masodik tiizelés, akkor biztos aktivalja a kimenetet. Ter-
mészetesen ha nem nullarél gerjeszti a kimeneti sejtet az elsd spike, akkor na-
gyobb tdvolsagban is aktivdlhat6 a kimenet.

A 2.5. abrakbol lathato, ha tiizelési parok eldirdsa elony0ds a hdldzatban, akkor
a csatolds altal megszabott id6ablak mindig nagyobb mint a refrakter periddus,
azaz a refrakter periddus szabja meg a optimélis csatoldsi erdsség als6 hatarat. Ha
ugyanis rovidebb iddablakot alkalmazunk, nagyobb gerjesztési frekvencia kell a
kimenet generdldsdhoz. Ekkor egyuttal a kimenet frekvencidjat is a felsé hatar-
frekvencia kozelébe kényszeritjiikk, ami csokkenti a SNR-t. Nagyobb bemeneti
sejtsokasdg és zaj esetén a 2.5A.-D. abréin ldthaté médon kisebb csatolds is eld-
nyOs lehet. Ahogy haladunk a nagyobb sejtszdmok és zajintenzitds felé, egyre
nagyobb szdmu tiizelést sziikséges el6irni bizonyos tavolsdgra egymadstdl a jobb
SNR-hez. A 2.5A.,C. abrdin lathat6, hogy az elsd ugrds nagy csak, utdna szép
fokozatosan csokken az optimalis g,,,., érték. Amikor elérjiik a kimeneti sejt ha-
tarfrekvencidjat €s gyengébb csatoldsra valtunk, sziikségképpen megfelezziik a ki-
meneti sejt gerjesztési frekvencidjat. Ha ez a frekvencia is kicsi, mint az rcv = 0.2
esetben akkor a zaj novekedtével hamar elérjiik Gjra a kimeneti sejt hatdfrekven-
cidjat a gerjesztéssel. A kovetkezd 1épés a bementi sejtek aktivitdsanak harma-
dolésa, de ekkor még kevésbé tavolodunk el a kimeneti sejt hatarfrekvencidjatol,
egyre hamarabb és egyre csokkend csatoldsi erdsségek sziikségesek a jobb SNR-
hez. Ha a refrakter periédus nagyon kicsi, a hatarfrekvencia nagy, akkor a 1épcsdk
is szélesebbek, elnyujtottabbak.

A 2.8. abrakon megfigyelhet6, hogy ha nem is nd kétszeresére az atlagos va-

rakozdsi id6 nagy id6ablak, tw mellett, de jelentdsen megnd. Ha roviditjiik az
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id6ablakot, akkor a gerjesztés ,,pozitiv”’ fazisiban nem rontjuk a kédolast, de a
,hegativ”’ fazisban, ahol hosszabb varakozasi id6k vannak, igen (2.8E.,F. abrak).

Ezért ad jobb SNR-t a kisebb csatoldsi er6sséggel kapcsolt hdldzat.
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2.5. abra.

A zaj novekedtével elonyodsebb a gyengébb csatolds. Az optimalis kapcsolaterds-
s€g (gmaz) Ugrasszerden véltozik a zaj fliggvényében. A fels6 4 abran kovethetd a
bemeneti amplitddé (Amp) és a refrakter peridédus (rcv) hatasa az optimalis csa-
tolési erdsség értékének és helyének meghatarozdsaban. A nagyobb amplitid6
jobbra (C. és D. abrédk), a nagyobb zajintenzitdsok felé tolja a grafikont és kicsit
csokkenti az optimalis g,,,., értéket. A refrakter periddus jelentGsen befolyédsolja
a grafikon menetét, novelve (A. és C. dbrak) értékét balra folfelé mozgatja a grafi-
kont azaz a kisebb zajndl torténd ugrds és nagyobb csatoldsi erdsségek felé.

A jobb oldali B. és D. abrak mutatjdk még a sejtszam (N) novekedésének hatdsat:
balra tolja a grafikont.

Az alsé két dbra a bemeneti jel frekvencidjanak és az optimélis kapcsolater&sség
fliggvénynek viszonyat hivatott illusztralni. A nagyobb frekvencidja jel jobbra
mozgatja a grafikont és valamelyest csokkenti az optimdlis csatoldsi er6sséget.
Ezt az esetet a C.,D.,E. abrak azonos sejtszam, amplitid6 €és refrakter periddus
melletti pontjai mutatjdk. Minden dbra bal alsé részén a pontok a paramétertér
vizsgalati stirtis€gét mutatjak.
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2.6. abra.

Az dbrasor a bemeneti sejtsokasdg aktivitdsdban mutatja az atlagos varakozasi id6t
a fazis fiiggvényében, azaz atlagosan mennyi idovel kordbban érkezik az el6z6
spike, ha az adott fazisban is bekovetkezett egy tiizelés. Ezt az aktivitast ,.latja” a
kimeneti sejt. A jobb- és baloldali oszlopokban kiilonb6z6 refrakterd (rcv) sejt-
egylittes aktivitasa lathaté paronként azonos zajszint D mellett. A zajszintek az
adott sejtszamu és refrakteri hdl6zat optiméalis kapcsolater6sségének ugrasi he-
lyeinek felelnek meg. A felso két sor az rcv = 0.2 haldzat mig az alsé két sor az
rcv = 0.05-o0s refrakteri halozat ugrési helyén mutatja az aktivitdst (lasd. 2.5.).
A szaggatott kék vonal a refrakter id6t mutatja, a fekete vonalak oszloponként az
adott optimélis g, -hoz tartoz6 ,,id6ablakot”. Akkor vélik sziikségessé a kap-
csolater0sség gyengitése, amikor a bemeneti sejtsokasig atlagos aktivitisa meg-
kozeliti a refrakter id6t, azaz elkezdi ,,tdlhajtani” a kimeneti sejtet.
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2.7. abra.

Az dbrasor a 2.6. dbran lathaté mennyiségeket mutat, azonban itt a refrakter peri-
Odus rogzitett. A bal és jobb oldali abrdk mutatjdk a soronként azonos zaj mellett,
de kiilonbozd jel amplitudoval (amp) gerjesztett sejtsokasag atlagos ISI - fazis
figgvényét. A zajszintek az adott halozat és gerjesztési amplitidonak megfeleld
optimélis kapcsolater6sségének ugrasi helyeinek felelnek meg. A fels6 két sor az
amp = 0.31, az alsé két sor az amp = 0.81 amplitiddju jellel gerjesztett ha-
16zat ugrasi helyén mutatja az aktivitast (Iasd. 2.5.). A szaggatott kék vonal a
refrakter 1d6t mutatja, a fekete vonal az adott optimalis g, -hoz tartozé ,,id6ab-
lakot”, mely ebben az esetben kb. egyezik a két amplitidéra. A 2.6. dbran tett
megallapitds itt kiegészitésre szorul: akkor valik sziikségessé a kapcsolater6sség
gyengitése amikor a bemeneti sejtsokasag atlagos aktivitdsa ,,tulhajtja” a kimeneti
sejtet ES a gyengébb csatoldssal a kimeneten kapott csokkentett frekvencidjd jelek
kell6képpen elkiilonitik a jel negativ és pozitiv fazisat.
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fr=0.2; amp=0.81; rcv=0.2; D=7.2
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2.8. ébra.

Az 4brasor a 2.6. dbran lathat6 mennyiségeket mutat. Az A. dbra mutatja a 8
bementi sejt egylittes atlagos aktivitdsat, amely gerjeszti a kimeneti sejtet. A to-
vabbi abrdk mutatjak, hogy a kiilonbozé kapcsolater6sségek hogyan alakitjak a
bementi aktivitds eloszlast kimenetivé. Az A. dbran a szines vonalak a kiilonb6z6
kapcsolaterdsségekhez tartoz6 ,,iddablakok™ szintjét jelolik. Ha csatolas erds, kii-
sz0b feletti (g4 > 1), akkor a refrakter id6nél lassabb skél4ja jeleket pontosan
tovdbbitja a hdlézat (B. dbra). A refrakter id6 alatt érkezd jelek elvesznek, ezért
ezeken a részeken kisebb az atvitt frekvencia. Ha épphogy kiiszob alatti a csato-
1as (C.), akkor minden fazisban az érkez6 bemenetnek lehet és kell legyen parja
az iddablakon beliil a kimenethez. Ez az oka a varakozasi id6k novekedésének
a kimeneten. Kisebb csatolasnal, kisebb idéablaknal tovabb lassul a kimenet, de
inkdbb csak az amugy is lassu fazisokndl, ezt mutatjak az E.,F. abrak.
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2.3. Dinamikusan csatolt halozat

Ebben a fejezetben roviden bemutatom azokat az eredményeket, ahol a hilézat
csatoldsi er6sségének véltozasaért a szinaptikus depresszio volt a felelSs.

A 2.2.2. fejezetben bemutattam, hogy mikor és milyen csatoldsi er6sség ered-
ményezi a lehetd legnagyobb SNR-t a hdlézat kimenetén. Két fontos eredménye
van az eloz6 fejezeteknek a dinamikus csatoldsu halézatok szdmadra: egyrészt a
zaj, vagy aktivitds novekedésével csokkenteni kell a kapcsolaterdsséget, masrészt
az optimadlis csatoldsi er6sség széles tartomanyban fiiggetlen a jel frekvencidjatol
és amplitddojatol, azt elsdsorban a haldzatszerkezet, refrakter periddus és az ak-
tudlis aktivitds hatdrozza meg. Mindezek a koriilmények lehet6séget teremtenek
a szinaptikus depresszio jelenségének arra, hogy segitségével egy adaptiv halo-
zatot 4llitsunk eld, mely adott hdlézatszerkezet esetén a jel és zaj paraméterekt6l

fiiggetleniil az optimdlis SNR-t adja kimeneteként.

2.3.1. A szinaptikus depresszio

A preszinaptikus tiizelésre kivaltott posztszinaptikus membran potencidl valasz
amplitiddja elég gyorsan egymads utdn kdvetkezd preszinaptikus tiizelések esetén
szamos rendszerben csokken. Ezt a jelenséget szinaptikus depresszidnak nevez-
ziik. Szinaptikus sulyok rovid iddskalan val6 valtozasdnak funkcionalis jelentd-
ségét az utébbi évtizedben szamos rendszerben vizsgaltdk. A szamitogépes ideg-
tudomdny eszkoztara ennek a jelenségkornek a vizsgalatdban jelentds szerephez
jut, hiszen a nehezen mérheté folyamatok modellezésével a kisérletes eredmé-
nyeket kiegészitve joslasokat tehet a szinaptikus plaszticitds kovetkezményeirdl
[1, 2, 65, 66, 106].

A szinaptikus depresszi6 bizonyitottan szerepet jatszik neurdlis filterek kiala-
kuldasaban [29, 100], ,,gain-control” mechanizmusban [1, 2, 106], koincidencia
detektdlasban [10, 38, 39, 75, 79, 100], az idegi kéd kialakitdsaban illetve megval-
tozdsaban [40, 46, 47]. A szinaptikus depresszi6 okaként a leggyakoribb esetben
a preszinaptikus vezikuldk toltodésének lassusagat szoktdk megnevezni. Tovabbi
kisérletes vizsgalatok azonban azt sugalljak, hogy a preszinaptikus vezikula kiirii-

1ésén kiviil egyes rendszerekben a szinaptikus hatékonysdg normalis tartomanyba



2. SZTOCHASZTIKUS REZONANCIA ELORECSATOLT HALOZATBAN 33

valé visszatérése C'a®" fiiggé mechanizmusoktdl fiigg [31].

Tovabbi érdekes és szamos jelenlegi kutatds targyat képezik olyan rendsze-
rek, ahol a rovid tavu depresszié rovid tavu facilitdcidval egyiitt fordul eld. A
facilitacié a depresszi6 ellentéte, ahol az egymds utdn kovetkezd preszinaptikus
akcids potencidlok hatdsdra a szinaptikus hatékonysag fokozddik [31, 65, 66].
Kiilon érdekessége ezeknek a rendszereknek, hogy a két ellenkezd irdnyba hat6
mechanizmus kiilonb6z6 1ddskalakon hat, és igy komplex szinaptikus filtert alkot
[31, 65, 66].

Fontos megemliteni, hogy a szinaptikus hatdkonysdg hosszu tava valtozdsa
(LTP és LTD) sokkal hosszabb memoridja folyamat, itt a szinaptikus hatdkonysag
valtozasa perces, sét 6rds nagysagrendd is lehet. Ma az idegtudomany munkahi-
potézise az, hogy a a memoérianyomok kialakuldsaban és tanuldsi folyamatokban

ezek mechanizmusok jatszanak szerepet.

2.3.2. Sztochasztikus rezonancia és szinaptikus depresszio

Az itt bemutatott vizsgélatokat még nem a normélt LIF modellekbdl felépitett, ha-
nem a bioldgiai jelentésiiket még hordozé konstansokat tartalmazo6 LIF modellek
el6recsatolt hdldzatdn végeztem. A sejtmembran egyenlete ekkor ilyen alakot 6lt:
av(t

Cm% - gleak(E'rest - V<t>> + Iinput (t) (27)
ahol C,,,, gieak, Erest @ membrankapacitds, membran vezetSképesség és nyugalmi
potencidl sorban. A hélézat szerkezete megegyezett a 2.1.1. fejezetben bemuta-
tott struktdrdval. Ebben a vizsgdlatban négy preszinaptikus sejt alkotta a bementi
réteget, amelyek mind 20Hz-es kiiszob alatti szinuszos jelet és additiv fehér zajt
kaptak bemenetként. A szinaptikus konduktancia nem volt dllandd, hanem egy

tiizelés sordn un. alfa-fiiggvény irta le a vezet6képesség id6beli véltozasat:

tftj

Imaz 1--
Gozin(t) = 22N (E—tj)e Treer (2.8)
Tpeak §

ahol ¢; a tiizelések id6pontjai, 7,cqr = 0.1ms a szinapszis ,,sebessége”. A szinap-

tikus depresszid az egyes tiizelések maximalis vezetoképességét valtoztatta:
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t—t;

Gusinlt) = TN (1~ ty)e ek pR) 29)
pea j
dljlit> = 1;R(t)— PR(t) 6(t — tapine) (2.10)

ahol p az egy aktivalds sordn kiiiriil§ vezikuldk aranya, R(t) a vezikulak toltott-
ségének allapotvaltozoja, 7,.. pedig a toltddési sebességet jellemzd iddallands. A

tovabbi paraméterek és modszerek a [112]-ben megtaldlhatok.

SNR T =4ms A SNR Treec = 28 Ms B
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2.9. abra.
Az dbrdkon a szinaptikus depresszidval csatolt halozat sztochasztikus rezonancia
gorbéi lathatok néhany paraméter érték mellett. Az A 4bran 7,.. = 4ms, a B-n
Tree = 28ms volt a szinapszis tolt6dési sebessége. Az eredményiil kapott gdrbék
Osszehasonlithatok a fix er6sséggel csatolt hdldzatok teljesitményével: a két jelleg
kozott futnak a dinamikus hédlézat gorbéi. Bar nem sikeriilt a ,,tokéletes™ paramé-
terkészletet meghatdrozni, a dinamikus csatoldssal a hal6zat automatikusan képes

s 2

az eltér6 kapcsoldsu tartomanyokhoz igazodni.

A 2.9. dbréan lathatok a szimuldcidk eredményei. A dinamikus szinapszis p €s
Trec paramétereit ugy allitottam be, hogy az adott zaj intenzitds melletti dtlagos
aktivitds szerint az aktudlisan el6nyos erdsségli kapcsolatot eredményezze. Mint
azt az el6z0 részekben lattuk ez nem is olyan konnyl. Az elsd fokozatban hir-
telen nagy ugrassal kellene a csatolasnak gyengiilnie az optimdlis SNR-hez. Az
abrdkon azonban latszik, bar nem mindig sikeriilt eltaldlni a tokéletes paraméter

értékeket, a dinamikus csatolds alkalmazkodik a bemenet igényeihez: jobban tel-
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jesit kis zaj mellett mint a gyengén csatolt hdl6zat, €s nagy zaj mellett legtobbszor
jobban teljesit, mint az er6sen csatolt valtozat. Megallapithat6, hogy nagyobb p
értékek mellett kovetkezetesen romlik a halozat teljesitménye, til gyorsan gyen-
giil a csatolds. Ha idealizdljuk a sejteket és nem szabunk fels6 korlatot a maxima-
lis konduktancidra, akkor kozelithetjiik a kisebb p mellett kapott SNR gorbéket.
Javithatunk az eredményen dgy is ha nagyon gyorsra allitjuk a t61tddést. Ennek
hataresete az erds szinapszis.

Az el6z06 fejezetekben megmutattam, hogy a bemeneti sejtek szamanak nove-
1ésével egyre kisebb zaj intenzitasok felé tolodik el a valtas sziikségessége. Ezen-
kiviil ha a refrakter id6tartam nem tdl rovid a membréan idéallanddjdhoz képest,
akkor egyrészt kisebbek az ugrdsok, mésrészt ez is a gyenge zajok tartomanya
felé mozgatja a véltdsok helyeit. Kelld szamu és megfelel6 refrakter idej sej-
tek hal6zatanak az a tartomdnya, ahol az ugrdsok vannak egészen kicsi lehet, igy

csokkenthetd a rosszul detektdlhaté tartomany.



Osszefoglalas és tézisek

Dolgozatom I. részében a sztochasztikus rezonancia (SR) jelenségét vizsgdltam
eldrecsatolt neuronhdldézati modellekben. Szdmos kordbbi tanulménybdl [23, 25,
51, 67, 78] tudjuk, hogy az egyes sejtek vagy sejtsokasdgok alkalmasak az SR
jelenség produkéldsara, azonban a sejtszintli tulajdonsdgok és a halézati viselke-
dés viszonyardl kevés szo esik benniik. A gyenge jelek felerdsitésének SR -en
alapul6 egyik médja, ha noveljiik a sejtek szamat. En més oldalrdl kozelitettem,
arra kérdésre kerestem a vdlaszt, hogy vajon létezik-e mechanizmus mely a neu-
ronhédlézatokban javitja a SNR-t a kiiszob alatti jelek és zaj széles tartomdnyéban.
El6zetes vizsgédlataim sordn azt taldltam, hogy a szinaptikus depresszié alkalmas
lehet erre a feladatra (2.3.). A plasztikusan csatolt hdlézat mutatta a SR jelen-
ségét €s bar tobbnyire adott tartomanyban rosszabbul teljesitett, mint az abban a
tartomanyban legjobb statikusan csatolt hdl6zat, azonban dtlagosan minden tarto-
manyban jdl teljesitett. Ebbdl kovetkezett a masik kérdéskor, melyet a 2. fejezet-
ben targyaltam, miszerint mi az oka adott hdlézatban az arra a hal6zatra jellemz6
optimélis csatoldsi erSsség - zaj fiiggvény g% (D) jellegzetességeinek. Megél-

lapitottam, hogy a g% (D) fuggvény sziikségszerdien 1épcsss, és hogy az ugrés
mértéke és helye elsGsorban a kimeneti sejt refrakter id6tartamatol fiigg. Megélla-
pitottam, hogy az jel amplitid6 és frekvencia széles tartomédnydban a g% alakja
kevéssé fiigg a jeltdl.

Mivel az optimélis SNR, azaz jeldetektdlds menetét nem a bemenet tulajdon-

ségai, hanem a sejtek refrakter periédusa szabja meg, lehet6ség van véltozatos jel
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€s zaj viszonyok kozepette is valoban jol miikodd adaptiv halozat készitésére.

Tézisek:

T/L.1. Statisztikai modszerekkel igazoltam, hogy a sztochasztikusan gerjesztett
elorecsatolt hdlozatok sokasdgdnak kimenete inhomogén Poisson folyamatként
(IPP) irhaté le. Ervényes a kozelités akkor is, amikor a hdlézat kimeneti sejtjének
bemenete még rosszul kozelithetd IPP-vel. Ebbdl kovetkezik, hogy 1. hierarchi-
kusan felépitett hdlozatok sokasdgdnak leirdsdra is jo kozelités lehet az IPP; 2. a

kimenet \(t) rdtafiiggvénye meghatdrozza a teljesitményspektrumot.

T/L.2. Megmutattam, hogy az elérecsatolt neurdlis hdlézatban a gop (D) sziikség-
képpen csokkend lépcsas fiiggvény, alakjdt a bementi sejtszdmon kiviil elsésorban
a kimeneti sejt refrakter ideje hatdrozza meg. Az optimdlis kapcsolaterdsség ér-
téke kevéssé fiigg a gerjesztd jel paramétereitdl, tehdt egy adott hdlozattal a kii-
sz0b alatti jelek széles frekvencia és amplitido tartomdnya optimdlisan detektdl-

hato.

T/L.3. Megmutattam, hogy ha a csatoldsi erdsséget a szinaptikus depresszio sza-
bdlyozza, akkor a hdlozat képes az SR jelenség elodllitdsdra, tovdbbd képes a

sziikséges mértékiire dllitani a csatoldsi erdsséget.



I1. rész

Novekvo halozatok statisztikus

elemzése



Bevezetés

A hélézatok tudomdnya mar a XVIII. szdzadban kezdddott, amikor Leonhard
Euler matematikai médszerrel, grafok (az elnevezés James Joseph Sylvester-t6l
szarmazik, 1878) hasznélatdval oldotta meg a ,,Konigsberg hét hidja” problémat
(1736), melyben a véarosrészeket kellett a hidak egyszeri érintésével bejarni dgy,
hogy a kiindulasi és érkezési hely megegyezzen. Euler a csomépontok és €lek
fogalmat éllitotta a hidak és szigetek helyére, felismerte, hogy a megoldas ak-
kor és csak akkor 1étezik, ha nincs paratlan fokszdmii csomépont a grafban, ezt
az utat nevezik Euler-kornek. Ha a feladatban megengedjiik a kezdeti és vég-
pontok kiillonboz6ségét akkor pedig pontosan két paratlan fokszdmu csomoépont
lehet a grafban, hogy a séta megvalésulhasson, melyet Euler-titnak hivunk. A ne-
kilendiil6 matematikai elmélettel szamos feladatot vizsgaltak, példaul a ,huszar
problémat”, azaz hogyan jarhat6 be a sakktdbla egy 16val ugy, hogy minden egyes
mezG&t egyszer érint. Sok megoldas létezik melyeket a grafelméleti terminol6gia-
ban Hamilton-kornek, ha ugyanoda ériink vissza ill. Hamilton-ttvonalnak hivunk
ha més végponttal jarjuk be a hdl6zatot. Bar a Konigsberg-i hidak esete nem tinik
bonyolultnak, az elemek szama kevés, mégis hasznos volt a feladat matematikai
megfogalmazédsa a megoldds meghatarozdsahoz, nagyobb struktirdk, rendszerek
vizsgalatakor pedig elengedhetetlen. Az elmélet gyakorlati alkalmazasdnak nagy
16kést adott a megfeleld szamitdsi kapacitassal rendelkezd szamitogépek megje-
lenése. Vizsgdlhatéva valt példaul a kozlekedési utvonalak struktirdja [49], az

egyes csomopontok és ttvonalak jelentdsége (pl.: betweenness, kozottiség, a cso-
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mon athalado legrovidebb utvonalak szdma; closeness, kozelség, a csomé tavolsa-
gat jellemzi a tobbiektdl; degree centrality, fokszam kozpontisag, a haldzat éleibdl
mennyit birtokol az adott pont) és szerepe (pl.: bridge, hid, ha eltavolitjuk a halé-
zatbdl a graf nem lesz 6sszefiiggd), de a mddszer a taplalkozési ldncok, bonyolult
kémiai rendszerek [97] elemzésében is segitségiinkre lehet. A hal6zatstruktirak
fogalmainak kialakitdsdban inspirdl6 hatést jelentett a tdrsadalmi kapcsolathal6-
zatok vizsgalata. 1967-ben Stanley Milgram [76] kisérletileg vizsgalta az un.
kis-vilag jelenséget, nevezetesen, hogy barmely két véletleniil kivadlasztott ember
atlagosan csak néhdny ismerdsnyi tdvolsdgban van egymastol. (A kisérlet eredmé-
nye hat lett.) A grafelmélet egyik nagy dganak, a véletlen hal6zatok matematikai
alapjainak kidolgozéasa Erdds Pal és Rényi Alfréd nevéhez fiizddik [35, 36]. A
modszertan olyan struktdrdk statisztikus tulajdonsdgait vizsgdlja, melyeket vala-
mely véletlen folyamat generalt. Specialisan az Erdés-Rényi (ER) modellben az n
csomopontu, az 0sszes lehetséges élt p valoszinliséggel tartalmaz6 grafokat vizs-
galjuk. Ezen elmélet gyakorlati alkalmazdsahoz varni kellett a nagymennyiségi
adatot gy(jteni és feldolgozni képes szamitogépek megjelenésére, ekkor véltak el-
lendrizhet6vé a természetben megfigyelheté nagyméretdi hal6zatok leirdsat meg-
célz6 modellek. Nevezetes djdonsag volt az ER-modell exponencidlis fokszamel-
oszlasdhoz képest a skdlamentes fokszameloszlds, melyet Barabdsi-Albert Lasz16
és mtsi. 1998-ban a World Wide Web egy lokalis fizikai modelljét tanulményozva
[4, 6] mutattak ki. A vizsgdlatban egy adott honlapra mutat6 élek szamanak és
az adott honlaprdl indul6 élek szdmdanak eloszlasat tobb nagysdgrenden keresztiil
hatvanyfiiggvény eloszldstinak taldltdk. Az altaluk javasolt mechanizmus a ha-
16zat folyamatos ndvekedése €s Un. preferential attachment, mely a skdlamentes
halézat kialakuldsdhoz vezet. Ebben az djonnan kapcsolédé csomépontok szi-
vesebben fognak olyan, mir meglévd csomdpontokhoz kapcsolddni, melyeknek
sok éliik van, mint olyanokhoz, melyeknek kevés. Eme sokat vizsgdlt modellt
késobb kiterjesztették a csomdpontok oregedését, vagy nemlinedris kapcsolodasi

szabdlyokat, vagy a hdl6zat dthuzalozdsat is figyelembe véve.
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4.1. Szocialis halozatok

Azokat a hdl6zatokat, melyekben embereket jelentenek a csomdpontok tarsadalmi
vagy szocidlis hdlézatnak nevezziik. Természetesen az emberek kozott sokféle
kapcsolat 1étezik, ezeket a kategoridkat kiilon-kiilon elemezve beszélhetiink pl.:
ismeretségi [28, 76] vagy tarsszerzdi [8] vagy citacids halézatokrol [62, 86, 87].
Egy ember része lehet (€s tobbnyire az is) kiillonboz6 ,,jellegli” halézatoknak me-
lyeknek mds és mds lehet a szerkezete tovabba az illet6 szerepe az egyes halo-
zatokban [30]. A tarsadalmi struktirdk lefrdsdra haszndlt modellek jellemzGen
homogénnek tekintik a csomdépontokat, azaz az embereket, belsd, kapcsolddési
képességiiket befolyasold tulajdonsagaikat nem veszik figyelembe. Bianconi és
Barabasi [11] munkdjaban a preferential attachment mechanizmust kiegészitette
egy fitness paraméterrel, mellyel befolydsolhaté volt a hdlézat fokszdmeloszlasa.
A kovetkezd fejezetekben targyalt modellt [113] az a cél motivélta, hogy szamot
adjunk a csomoépontok tulajdonsagainak a novekvé halozat szerkezetére gyakorolt
hatdsarol, ahol a csomépontok lehetnek akar egyének, esetleg mas kozosségek,
gazdasagi szereplOk.

A modellen sok kollégdmmal egyiitt dolgoztunk igy nem tirgyalom a teljes
vizsgalatot melyet a [113] cikkben kozoltiink, hanem csak azokat a részeket, me-
lyek feltétleniil sziikségesek az dltalam vagy dont6 hozzdjaruldsommal sziiletett
eredmények megértéséhez. Kiilon koszonettel tartozom Kiss Tamésnak és Csardi

Gabornak ezen rész elkészitésében nyujtott segitségéért.



Véletlen kapcsolodasi, novekvo

halozat tulajdonsagai

5.1. Az altalanos modell

Jellemezze L adott hosszusagu vektor a csomopontokat. Minden id6lépésben ér-
kezik egy 1j csomdpont, mely érkezéskor pontosan £ véletleniil kivalasztott po-
tenciélis partnert valaszt a mdr jelenlévd tarsak koziil (érkezhetne egyszerre tobb
is, ezzel ,,gyorsitjuk” az id6t). Ha nincs jelen kell6 szdmi csomépont akkor 1
valdszintiséggel kivélasztjuk mindegyiket. Minden kivélasztott (¢, j) par esetén
meghatdrozzuk a tulajdonsdg tdvolsdgot a (t:, t_;) tulajdonsag vektorok és egy tet-
szGleges mérték alapjan, igy mérhetiink euklideszi tdvolsagot, valds t;-k esetén,
vagy a Hamming-tavolsigot, ha 7; elemei bindrisak. A parok D tdvolsiga fiigg-
vényében valamilyen adott p (D) valészintiség szerint johet 1étre kapcsolat. Ez
a p (D) fuggvény tartalmazza a kiilonféle szocidlpszicholdgiai szitudcidkat, azaz
ha hasonl6 tulajdonsdgu emberek kapcsolédnak inkabb akkor p monoton csok-
kend fliggvénye D-nek, mig ha az ,.ellentétek vonzzdk egymast” tipusu helyze-
tet szeretnénk modellezni, akkor monoton ndvekvd fiiggvényt vélaszthatunk. Az
djonnan érkezd csomdpontnak kezdetben maximum £ éle lehet, majd az id6 el6-
rehaladtdval novekedhet az éleinek szama, amennyiben a kovetkezOnek érkezék
kivélasztjdk és 1étrejon a kapcsolat. A csomépontok tulajdonsdgait vehetjiik egy

tetszbleges, vagy valamely mérés alapjan meghatarozott eloszlasbdl, lehet unimo-
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délis, vagy multimodélis eloszlds az adott szitudcidnak megfelelGen (itt gondol-
hatunk pl. nagyobb homogén kozosségek hdldzatara, a kiillonb6z6 bevandorlok
tobbé vagy kevésbé keveredd tombjeire az USA-ban). Jelen modellben az egy-
szerlis€g kedvéért az élek nem sulyozottak, irdnyitatlanok, nem engedjiik meg a
tobbszoros €s hurokéleket, bar tudjuk, hogy a tarsadalmi hal6zatokban a kapcso-

later6sség €s a kapcsolatok irdnya is jelentoséggel birhat [48], [81].

5.2. Az atlagolt modell

Ha a fentebb ismertetett modellben minden csomdpont tulajdonsdgét egyenletesen
véletleniil hatdrozzuk meg, illetve a kezdeti k lehetséges partnert is véletleniil
valasztjuk ki a hdl6zat sok statisztikus tulajdonsdga csupan egy ¢ paramétertdl fog
fiiggeni, mely megmondja, hogy két tetszdlegesen valasztott csomépont milyen

valészintiséggel alkot kapcsolatot vagy sem:

5= Y0 (D (0.5)r (D (0.5). 5.1

ahol r (D) a D tdvolsag létrejottének valGszintiségét adja meg, p(D) pedig a ko-
rabban bevezetett kapcsolddasi valdszinliség, az 6sszegzés pedig az 0sszes lehet-
séges tavolsag értékekre végzendod.

Ezzel aredukcidval persze elvesztettiik azt a korrel4cidt, mely a csomépontok-
hoz rendelt fix tulajdonsdgok eredményeként jon 1étre, azonban néhany esetben jo
kozelitést adhat.

Az elvégzett egyszerlsités hasznos abbdl a szempontbdl is, hogy az igy ad6do
halézatnoveld algoritmus egyszerl és néhany analitikus szamitds elvégzését is le-
het6vé teszi. Ekkor a modell a kovetkez6képpen egyszertisodik: minden id6lé-
pésben egy csomdpont érkezik. Ezekhez kivélasztunk k véletlen partnert, vagy
ha még nem érte el a csomdpontok szdma a k + 2-t, akkor az Osszeset, s a k
kivalasztott csoméponthoz  valdszinlséggel behizzuk az élt. A modellt tehat
harom paraméter hatdrozza meg, a lehetséges partnerek szama (k), a kapcsol6-
dasi valdsziniiség (0), illetve a halézatba keriil§ 6sszes csomdpontok szama (IV),

mely egyben a szimulacié hosszét (T') is megadja, ha tovabbi egyszeriisitésként 0

kezdeti csomodval indulunk.
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5.2.1. Fokszam eloszlas

Jelolje d,,(t) az m-fokd csomdk szdmat ¢ idGpillanatban. Az izoldlt csomdk
szdma, dy(t), (1 — §)*-val né minden Iépésben, ami éppen annak a val6szintisége,
hogy egy djonnan érkezett csomé nem alakit ki kapcsolatot a lehetséges k partner

koziil egyikkel sem. Csokken viszont minden 1épésben atlagosan kddy(t) /t-vel:

do(t + 1) = do(t) + (1 — §)* — kadoTw (5.2)

A kovetkezd fokszamosztéilyok kissé dsszetettebben néznek ki. (1 < m < k)
-ra kétféleképpen novekedhet d,,: vagy egy m — 1 fokd csomét valaszt ki az
Uj csomopont €s lesz m éle, vagy az érkezd csomoénak lesz éppen m éle. Az
(m > k) osztdlyokba mér csak a jelenlévs alacsonyabb fokszdmu csomdpontok
adnak jarulékot. A csokkentd tag ardnyos lesz annak a valdszintiségével, hogy

éppen egy m-ed fokd csomot valasztunk ki a kapcsolathoz.

1<m<k: dyt+1)= dn(t)+ko
+(k>5m(1—5)’m—k5dm—(t) (5.3)
m t

A () du(t)
e

A (t)
7 +

m>k: dp(t+1)= dn(t)+ké — Kk (5.4

Az egyenletek felirasakor feltételeztiik, hogy annak a valdszinlisége, hogy egy
id6lépésben kétszer is kivédlasztunk egy csomdépontot elhanyagolhatd, ami ¢ — oo
esetben érvényes. A numerikus szimuldcidk szerint stacioner éllapot 4ll be, azaz
a fokszam csoportok ardnyai egy id§ utdn nem valtoznak: d,,(t) ~ p,,t. Behe-

lyettesitve ezt a formulat d,, (t) helyére kapjuk a valészintiség eloszlas értékeit:

m L m—j
m<k: Z() 1+k6 (1+k:5> ’ (5-5)
=0
5

m—k
) | (5.6

Az eloszlas exponencidlisan cseng le m > k -ra. A kezdeti feltétel, miszerint

k- -
= P pk<1+k6
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induldskor hdny csomé van jelen, vagy az érkezés ,,sebessége”, azaz egyszerre

hany csomépont jon, nem befolydsolja at — oo hatarértékben kialakul6 eloszlast.

5.2.2. Kritikus viselkedés

A hélézatnovekedési modellek egy fajtdjdban, mint amilyen példdul a Barabasi-
féle preferential attachment modell [7] a csomdpontok egyetlen Osszefiiggd ha-
l16zatot, klasztert alkotnak. Modelliinkben azonban més a helyzet, el6fordulhat
jonéhény izolalt csomdépont és szamos kisebb, egymashoz nem kapcsol6dé alha-
16zat. Természetesen adddik a kérdés, milyen e klaszterek méretének eloszlasa ill.
milyen feltételek mellett johet 1étre az Gsszes tobbinél nagyobb, a hdldézat méreté-
vel t — oo esetben is 0sszemérhetd dridsklaszter, azaz hol és hogyan kovetkezik
be a fdzisdtalakulds. Callaway és mtsai. [21] egy hasonl6 modellben mutattdk
ki a fazisatalakulas jelenségét, a tovabbiakban az 6 altaluk is hasznalt megkoze-
litést alkalmaztuk a klaszterek méret-eloszlasanak és a fazisatalakulds helyének
meghatdrozdsdhoz.

Jelentse N;(t) a j csomdpontot tartalmazé klaszterek varhaté szamat ¢-ben.
Minden id8lépésben atlagosan (1 — d)¥ izoldlt csomépont érkezik a halézatba
és atlagosan kJNy(t)/t izolalt csomdpontot kapcsolunk Ossze az érkezdvel. Az
egyelem klaszterek szdménak valtozasat a

Ni(t+1) = Ni(t) + (1 = 6)F — /«SNIT@) (5.7)
egyenlettel irhatjuk le. A 7 > 1 méretl 0j klaszterek 1étrejohetnek egy j — 1
méretli klaszter és az érkezd csomé kapcsolddédsdval ill. ha az Gj csomé tobb
kisebb klasztert kot 0ssze. A j méretl klaszterek szamanak csokkenése pedig
ardnyos a kivdlasztdsuk és a kapcsolat megvaldsuldsdnak valoszintiségével, azaz
JkON;(t)/t-vel, vagyis

No(t +1) = No(t) + (’f) 5(1— &)kt Nlt(t) - k:(sQNj(t) (5.8)
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min(k,j—1)

Nj(t+1)Nj(t)+< Z (i)gr@a)mx

r=1

Y lezl(t)ZQNZQ(t)_”(j ~ 1= ) Ny ()

. t t t
21+ zp=j—1
zi>1, i<r

K 59L;“>. (5.9)

az 5.9. els6 szummadja hatdrozza meg azon klaszterek szamat amit j- méret(ivé
egyesitiink, a masodik pedig ezen klaszterek kozotti méretvaltozatokat szamlalja.
A képlet felirdsakor elhanyagoltuk a tobbszords kivalasztodas lehetdségét, vagyis,
hogy ugyanahhoz a klaszterhez példaul kétszer is kotédiink. Ha a teljes rend-
szer mérete nagy a legnagyobb klaszter méretéhez képest is adott  és k£ mellett
és t — oo akkor az elhanyagolt esetek, azaz a zar hurkok valdszintisége nulla-
hoz tart. Ha létezik oOridsklaszter akkor abban mar nem tart 0-hoz a zart hurkok
gyakorisaga, mivel nem elhanyagolhat6é annak a valdszintisége, hogy tobbszor is
kivélasztjuk egy pontjat kapcsolddasra. Igy az 5.7.-5.9. egyenl8ségek csak véges
méretii klasztereket irnak le.

Szimulécidink azt mutattdk, hogy az 5.7.-5.9. egyenletek staciondrius egyen-
sulyra vezetnek, NV;(t) = a;t. Behelyettesitve a fenti egyenletekbe kifejezhetjiik

az a; aranyossagi tényezoket:

(1—06)*
(I;) 5(1 — 6)’671&1
ay = (5.11)

(1 + 2k0)
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min(k,j—1)

o 1 k T . k—r
YT T gke 2 (r)5(1 Oy

r=1

r—1 r—1
x ) (j —1- Zz) a(jflifz,,) I (za.) | -5.12)

z214...Fzr=75—1 =1
zi>1, i<r

Analitikusan is beldthatok ezek a formuldk, ehhez meg kell mutatni, hogy a
fenti egyensilyi értékek fixpontjai a differencia egyenleteknek, azaz ha feltételez-
ziik, hogy egy adott idGpillanatban fennall az egyensiilyi helyzet (V;(t)/t = a;)
akkor az egyenletek a kovetkezd idopillanatokra is ugyanazt az ardnyt hatdrozzak
meg a klaszterméret eloszlasban. Ezutdn meg kell mutatni, hogy milyen felté-
telekkel tart ide a rendszer, azaz ha adott pillanatban ¢, tdvolsdgra voltunk az
egyenstlyi helyzettdl, akkor ha ¢ — oo ez a tdvolsag 0-hoz tart. Tekintsiik az
5.7. egyenletet. Néhdny atalakitas utdn, behelyettesitve a feltételezett egyensulyi
értéket 5.10. :

Ni(t+1) = (1-6)F+ Nlt(t) (t - k6>
(1= 6)%(1 + k) + (1 — 6)% — ko (1 — )
1+ ké

_ (t+ 1) (;ZE: (5.13)

tehat az ardny megmarad ha egyszer eléri a rendszer és hasonl6 médon a nagyobb
klaszterméret osztalyoknal is megmutathatd. Ha ¢-ben ¢, tdvolsagban voltunk az
egyensulyi ardnyt6l (NlT(t) = ay+¢;), akkor a t+1-ik pillanatban ,(t —kd) /(t+1)
eltérés adédik. Minden kovetkezd 1€pésben tovabb csokken az eredeti hiba és

mivel
t—kdt+1—kdt+2—k6

t+1 t+2 t+3
0-hoz tart ha t — oo, belattuk, hogy az 5.7. egyenlet egyensulyra vezet. Mivel a

nagyobb klaszterméret osztalyok csak a naluk kisebbektdl fiiggnek, a szamitasok
rekurziv elvégzésével belathatd, hogy a rendszer stacioner egyenstlyba jut.
A 5.10. 5.11. és 5.12. formuldk egyszersithetSk k£ = 1 esetben:
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J
a; = (1-0)7
1— I (1/6
_ @=9ra/s) ( ) (5.14)
52 T(11+1/0)

az 5.14. szerint a klaszterméret eloszlas hatvanyfiiggvény alakd minden  kap-
csolddasi valészintiségre. A k # 1 esetben nincs ilyen egyszeri 0sszefiiggés és
a numerikus szimuldcidk is azt mutatjdk, hogy dltaldban a klaszterméret eloszlas

nem hatvanyfiiggvény, csak a fazisatalakulads kozelében. (5.1A., B. ébra).

A Klaszter—méret eloszlds k=1 esetén B Klaszter—méret eloszlas k=2 esetén
20 : : : : 25 : \ : : : ‘
+ 0=0.3 + 8=0.05
1552 O 8=0.6 | 208 o0 8=0.15 |
A §= B A §=03
10t 6=0.8 I T %\@
= 157 4 ‘®©
S g L A N
= £ 10 + B,
U / + Bq
A, AL
Sl 5 + P
=57 S O&A/ A N ®\®,
B,
-10 0 O}
0 2 4 6 8 10 0 1 2 3 4 5 6 7
In(j) In(j)
5.1. ébra.

A klaszterek méretének eloszldsa az atlagolt modellben. (A) és (B) a klasztermé-
ret eloszlds numerikus szimuldciébol szdrmazé grafikonjat mutatja & = 1 (A) és
k = 2 (B) értékekre. A klaszterméret eloszlas k = 1 esetén minden ¢ értékre hat-
vanyfiiggvény 5.14. mig k # 1 esetén altalaban nem az, csak a fazisatalakulasi
pont, £k = 2 esetén 6 = 0.146 kozelében. Az dbrdk 500 szimulacié atlagolasabol
adédtak, 107 id8lépés utdn.

Az 5.2. dbra a legnagyobb klaszter méretének ardnyat mutatja a hal6zatban
a kapcsolddasi valészintiség, o fiiggvényében. Az dbra a k paramétertdl fiiggd
sima dtmenetet mutat valamilyen 0 és 0.2 kozotti 0 értékeknél. A fazisatalaku-
las lehetséges helyének (d.) meghatarozasahoz, mint Callaway €és mtsai. mi is a

generdtorfiiggvény modszert hasznaltuk. A generétorfiiggvény [107, 110]
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r) =Y bl (5.15)
j=1

alaku, ahol b; = ja;, ami annak a valdsziniisége, hogy egy véletleniil vélasztott
csomépont 7 méretl klaszterhez tartozik. Az 5.10.-5.12. formuldk mindkét oldalat
megszorozva jz/-vel és iterativan behelyettesitve egymasba, majd elvégezve a

kijelolt j-re vett 6sszegzést g(z)-re a kovetkez6 differencidl-egyenlet adédik

glx) = —k59 (2) +2(1 - 4)"

+
(’“) i 29 (@)g(2) i + 2g(a)). (5.16)

Atrendezve g '-re

k
@ —ayp -2, > (f) 5'(1—0)g(x)

xz

g'(z) = — , (5.17)

ké — x 2; (’j) 5 (1 — &) Tg(x) Y

adddik, melyet egyszeriisitve

() = —g(x)/z +[1+ (9(z) — 1) 4]" (5.18)
kd — ko [1 4 (g(x) — 1) 0] '

A véges méretl klaszterek eloszldsanak generadtorfiiggvénye x = 1 esetén és

oOridsklaszter hidnyaban 1-et ad, hiszen a b; egyiitthaté annak a val6sziniisége,
hogy egy véletleniil vilasztott csomépont éppen 7 méretli véges klaszterbe esik.
Formadlisan, ha nincsen érids klaszter a halézatban g(1) = 1 adddik, ha van
g(1) < 1, az ¢6riés klaszter méretének ardnyét az egész halézathoz képest (S)
pedig megkaphatjuk az S = 1 — g(1) Osszefiiggésbdl.

Minthogy 5.18. analitikus megolddsa nem ismert, S-et 5.18. numerikus integ-
ralasaval szamolhatjuk ki (x, g(x)) = (xo, w0(1—09)/(1+kd)) kezdeti feltétellel
ahol z kicsi.

Az 5.2A. dbra mutatja a legnagyobb komponens méretének alakuldsat a ¢ kap-
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s 1
N5
g 0.8
5 0.6/
2
= 0.4r
£oa
= k
= k
.02 ‘ ‘ ‘ K ‘ ‘ ‘ ‘
0 0.2 04 0.6 0.8 1 0 0.1 0.2 Q.3 0.4 0.5
8 (kapcsoléddsi valdsziniiség) 8 (kapcsolddasi valdsziniiség)
5.2. ébra.

Féazisatalakulas az atlagolt modellben. (A.) A legnagyobb komponens méreté-
nek (5) fiiggése a kapcsolddasi valdszinliségtSl (6) €s lehetséges partnerek (k)
szamatol. A szimbélumok 30 db., 10° id6lépést tartalmazé szimuldcié dtlago-
lasdanak eredményei, a vonal 5.18. numerikus integrdldsabdl szarmazik. (B.) A
g'(1) fiiggvény viselkedése § fiiggvényében, kiilonbozd k értékekre. A vonalak
0 < J. esetére 5.20. minuszt tartalmazo részének, o > J. esetére pedig az 5.23.
fliggvénynek grafikonjai, a szimbolumok 30, 10° id§lépést tartalmazé szimuldci6
atlagolasanak eredményei.

csolddési valdszinliség fliggvényében 5.18. numerikus integraldsdval (vonal), il-
letve szimuldciok eredményeként (szimbolumok), harom k értékre. A j6 egyezés
a kordbbi feltételezések jogossagara enged kovetkeztetni. Az dbra szerint .S foly-
tonosan valtozva kozeliti meg az 1 értéket, azaz jut el a hdl6zat abba az 4llapotba,
hogy a csomdpontok nagy valdszintiséggel mar mind az 6rids klaszterbe tartoz-
nak.

A fézisatalakulds helyének pontos meghatirozdsahoz vizsgéltuk annak a var-
hat6 értékét, hogy egy csomépont véges méretii klaszterbe esik. A generatorfiigg-

vény segitségével kifejezve

(s) = . (5.19)

adodik.
Amig ) < ¢, addig nem alakul ki 6rids klaszter, o > . esetén mar igen. Ekkor
g(1) = 1, és az 5.18. egyenletnek mind a nevezGje mind a szamldlGja 0-hoz tart

x — 1 esetén. A I’Hospital szabdly alkalmazésaval ¢'(1)-re a kovetkezd formulat
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kapjuk:

1 —2k6 £/ (2k0 — 1)? — 4k(k — 1)52
9/(1) = 2%k — 1)52

(5.20)

g(1) = 1 mellett. Ahogy § — 0 az el6forduld klaszterméretek csokkennek vé-
giil a csomdpontok nem kapcsoldédnak egymashoz. Ebbdl kovetkezik, hogy a két
megoldés koziil a minuszt tartalmazé a helyes, hiszen (s) = 1 = ¢/(1). Ezt a
megoldast felhaszndlva, a fazisatalakulds helye ott lesz, ahol a gyok komplexszé
valik

0p = ———. (5.21)

A 0 > 0. paramétertartomanyban kialakul az 6rids klaszter, g(1) < 1, ezért az
5.18. képlet a

J(r) = —9@) + L+ (o) - 1)9)*
ko — ko(1+ (g(x) — 1)d)k—1

alakot 0lti az x — 1 hataresetben, mely szintén nem megoldhat6 analitikusan. Ha

(5.22)

a < 1az (14 a)f ~ 1+ kakozelités haszndlhat6 és az 5.22. dsszefiiggés d.-hez

kozel a

, kS — 1
IO~ mah

alakra egyszer(isithet$ ebben a tartomanyban ha (g(1) — 1)0 < 1. Az 5.2B. dbra

(5.23)

mutatja a ¢’ (1) fiiggvény alakuldsat a 0 paraméter fiiggvényében. A fiiggvényben
lathaté szingularitds a fazisatalakuldshoz tartozé o, paraméter helyét hatarozza
meg. A vonalak a fentebb meghatarozott fliggvények grafikonjai, a szimb6lumok
numerikus szimulaciokbdl szarmaznak. Lathatd, hogy 6. alatt a szimulalt adatok
kivaloan illeszkednek az analitikus fiiggvényre, és a 6 > J. esetben is j6 az illesz-
kedés ahol (g — 1) < 1 érvényes. Lathatd, hogy az illeszkedés pontossiga a
véges klaszterek dtlagos méretétdl fiigg, a fazisitalakulds kozelében, ahol az atla-
gos méret ugrik, hirtelen megjelennek nagyon nagy méretd klaszterek is amelyek

véges szimuldcidéban nem reprezentalodnak kelldképpen.
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A k=1 esetben az 6rids klaszter jelentése problematikus. Az 5.1B. dbran, il-
letve az 5.14. formuldbdl l1athatd, hogy k£ = 1-nél a klaszterméret eloszlds minden
0 esetén hatvanyfiiggvény eloszlast mutat, nincs €les kiilonbség nagy és a rako-
vetkezd nagyobb klaszter mérete kozot a rendszer mindig kritikus dllapotban van.
Ennek oka az, hogy ha k, azaz a lehetséges partnerek szama egy, klaszterek nem
kapcsolddhatnak 6ssze nagyobb klaszterekké, mint valamely £ > 1 esetben. Ezért
szigoru értelemben Orids klaszter csak a 9 = 1 esetben alakulhat ki. g(x) defini-
ci6jabol és a; hatvanyfiiggvény eloszlasabol kovetkezik, hogy ¢g(1) = 1 minden
0 # 1 -re.

A k=1 helyettesitéssel az 5.18. 6sszefiiggés

(1-08)— 2 +og
g/(x) = 5(1—9;) :

(5.24)

alaki lesz. Ebb3l x — 1 és g(1) =1 hatdresetben a I’Hospital szabély segitségével
azt kapjuk, hogy
gy = —1 (5.25)
1—20
Ha o — %, g'(xr) — oo, vagyis a véges klaszterek dtlagos mérete végtelenhez tart.
Hasonl6 a helyzet a § > % esetben is, ugyanis ilyenkor az 5.14. kifejezés nagy j

esetén az a; ~ W képlettel kozelithets, melybdl a

g(z) =Y '
j=1

nem felosszegezhetd kifejezés adddik § > 1/2 mellett.

Ha y < % az Uj csomopont inkdbb nem kapcsoldodik, mint kapcsolodik a
klaszterekhez, vagyis a kis méretl klaszterek szdmosabban fordulnak el a rend-
szerben, mint a nagyobbak, igy a klaszterek dtlagos mérete véges maradhat. Mi-
kor azonban § — %, az Uj csomodpont egyre inkabb kapcsolddik a tobbihez, majd
o> % esetén a kapcsolodas valoszinilisége nagyobba valik, mint a nem kapcsolo-

ddsé és az atlagos klaszterméret végtelenné valik.
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5.2.3. Végtelen rendii fazisatalakulas

Az 5.2A. 4bran lathatd, hogy az dridsklaszter nagyon lassan jelenik meg. Hogy
kozelitSleg lassuk az dtmenet jellegét, numerikusan integraltuk az 5.18 egyenletet

kiilonboz6 k értékekre a megfeleld kritikus d. kozelében, feliilrdl kozelitve d.-hez.
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5.3. abra.
Az oriasklaszter mérete a kritikus pont kozelében. A legnagyobb komponens
log(log(S)) méretének véltozasa a kapcsolddasi valdszintiség (0) fiiggvényében.
A szimbdlumok az 5.18. numerikus integrdldsnak eredményét mutatjdk. A vona-
lak a szimbdélumokra legkisebb négyzetek médszerével illesztett egyenesek, azt
mutatjak, hogy S(8) ~ e*®=%)7 A bal felsé végén a numerikus pontossdg szab
hatért a preciz illesztésnek.

Az 5.3. dbrén lathat6 egyenes illesztések arra mutatnak, hogy

S(8) ~ =%  ha§ — 4, (5.26)

azaz minden derivalt eltlinik J.-nél, az dtalakulds végtelen rendd. A 5.1.tdbl4zat
tartalmazza az illesztési paramétereket. Bar az illesztés rovid (kevés nagysagren-
det fog at) a hasonl6 eredmények alapjan, melyet Callaway és mitsi. [21] értek el
arra kovetkeztethetiink, hogy 3 = —% minden k-ndl. Egyuttal az is lathatd, hogy
a mechanizmus minden £ mellett azonos, a lehetséges partnerek szdma hatarozza
meg az Oridsklaszter megjelenésének sebességét.

Kitekintés. Az el6bbi fejezetben targyalt fazisatalakulds vizsgdlat modszer-
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k 2 3 5 10 15 20 25 30 40 50
« -0.25 -0.5 -0.75 -1.14 -1.35 -1.52 -1.64 -1.77 -1.9 -2.02
B || -0.577 | -0.569 | -0.557 | -0.554 | -0.551 | -0.552 | -0.551 | -0.554 | -0.551 | -0.55

5.1. tdblazat.
A 5.3. abra illesztett egyeneseinek (o és [3) paraméterei. Figyelembe véve, hogy a
maximadlis numerikus pontossag hatéardig integraltunk és az illesztés rovid gyen-
gén kovetkeztetiink § = —% -re.

tana heurisztikus és numerikus, helyenként matematikailag nem szigord kovet-
keztetésekkel éltiink. A kritikus pont alatt csak a klaszterosztalyok és a benniik
talalhaté csomok szdmanak varhat6 értékével szamoltunk, nem vizsgéltuk az el-
oszlasukat példdaul. A fazisitalakulds helyének és mindségének meghatarozdsara
a Callaway és mtsi. [21] (CHKNS) modelljére, ill. annak egy éltaldnositott vélto-
zatara Dorogovstev, Mendez és Samukhin [32] a generdtorfiiggvény vizsgélatin
alapuld, szintén heurisztikus, 4m sok esetben matematikailag preciz megoldast
mutatott a fazisitalakulds mindségére, ill. adtak formulat az dridsklaszter méreté-
nek véltozdsara. Durett [34] 2003-ban mutatta meg matematikai szigorral, hogy
a fazisatalakulds helye val6ban a Callaway és mtsi. dltal ,,javasolt” értéknél taldl-
hat6. Tole fiiggetleniil Bollobds és mitsi. [12] Durrett-t6] részben eltéré modsze-
rekkel mutattdk meg, hogy abban a modellosztdlyban amelybe a CHKNS modell
is tartozik, valoban végtelenrendi a fazisatmenet és valoban S(§) ~ e®(0=09)" &g
a (3 kitevo -1/2. Késébb, 2005-ben Bollobas és Riordan [13] cikkiikben mas me-
chanizmussal létrehozott de statisztikailag ekvivalens grafok tulajdonsdgait ha-
taroztdk meg. Matematikai szigordsaggal megmutattdk, hogy az dltalunk kapott
eredmények mind a fazisitalakulés helyére, mind az dridsklaszter megjelenésének

sebességére helyesek voltak.

5.3. Tulajdonsag alapu novekvo halézat

Az atlagolt hdlézaton folytatott vizsgdlatokat részben alkalmazhatjuk az eredeti
modelliink esetében is. Matematikai megfogalmazasban: a csomépontokhoz ti-
pusokat rendeliink és a tipusok kozotti kapcsolodast egy matrixszal (é) irjuk le,

melynek a 0 < p;; < 1, eleme az . tipushoz tartoz6 csomOpont j. tipusi cso-

moéponthoz valé kapcsolddasanak valdszintiségét adja meg. A kiilonb6z6 tipusok
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gyakorisagit is véltoztathatjuk, melyet egy vektorral irhatunk le ¢, >, ¢; = 1.
Egyszertien vizsgalhat6 a fokszdmeloszlas, mivel a csomok egymadstol fiiggetleniil
,vetélkednek™ az élekért, azaz kiilon-kiilon felirhatok az 5.2, 5.3. és 5.4. egyen-
letek minden tipusra, tehat az ered fokszdmeloszlds a kiilonbdz6 exponencidlis
eloszlasok Osszege lesz.

A féazisatalakulds és klaszterméret eloszlds esetében a 5.2.2. fejezetben hasz-
nalt médszer nem vezet eredményre, mivel igen nehézkessé valik a tipusok ke-
zelése, amelyek szintén befolydsoljdk a klaszterek kapcsolddési valdszintiségét.
Mint azt Kiss Tamds kollégam dolgozatdban néhany példin megmutatta, a tulaj-
donsdg alapu hélézatban fellépd korrelaciok miatt nem ekvivalens az igy kapott
halézatszerkezet az atlagolt modellével, a fazisatalakulds helye fiigg a tipusok el-
oszlasatol és a kapcsolddasuk milyenségétdl, bar a jellege marad végtelen rendd,

azt alapvet6en a novekedés hatdrozza meg.



Osszefoglalas és tézisek

Dolgozatom II. részében egy specidlis novekvd halézati modellt vizsgaltam el-
sOsorban analitikus eszkozokkel. Ezen mddszerek alkalmazdsidhoz sziikség volt
az 5.1. fejezetben leirt bonyolult, sokparaméteres modellkeretet egyszer(isitésére,
melyet az 5.2. fejezet tartalmaz.

A redukalt modellben minden 1épésben érkezik egy ij csomdOpont, mely atla-
gos érdemei szerint kapcsolddhat & darab mar jelenlévé tarsahoz adott § valdszi-
niiséggel. Ezen mechanizmus altal generdlt hal6zat szerkezetét alapvetGen harom
tényez hatdrozza meg: a lehetséges partnerek szama k, a kivalasztott tarsakkal
val6 kapcsolddasi valdszinliség 0 és maga a novekedés. A nagyméretti hal6zatok
globdlis szerkezeti tulajdonségait ,.termodinamikai limitben” az 5.2. fejezetben
targyaltam. Megéllapitottam, hogy a csomépontok fokszadm eloszldsa exponen-
cidlis és a hdlézatban bizonyos paraméterek mellett 1étrejon Oridsklaszter, azaz
fazisatalakulas figyelhet6 meg. A féaziseloszlds kozelében a véges méretli klasz-
terek méreteloszlasa hatvanyfiiggvény alakd, attél tdvolabb gyorsan lecsengd, de
nem exponencidlis eloszldst kovet. Numerikus vizsgdlataink szerint az 6ridsklasz-
ter novekedésének iiteme a fazisatalakulds kozelében exponencidlis fiiggvénnyel
irhat6 le, vagyis a kritikus pontban minden derivalt 0-v4 valik, az atalakulas vég-
telen rendd. Becsléseink, ill. eredményeink pontosnak bizonyultak a késébbi szi-
gord matematikai vizsgalatok sordn (Bollobds és mtsi., [13]).

A tulajdonsdg alapi modell esetén az atlagolt modellnél alkalmazott mdd-

szerek nem vezetnek célra, a globdlis szerkezeti jellegek koziil csak a fokszdm
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eloszlast lehet veliik meghatdrozni, amely exponencialis fiiggvények 6sszegének
adddik.

Tézisek:

T/NL1. Analitikus szdmitdsokkal megmutattam, hogy a novekvd hdlézatok egy iij

modelljében a csomopontok fokszdam eloszldsa exponencidlis.

T/NL.2. Analitikus (heurisztikus) modszerekkel kimutattam, hogy a hdlozatban fd-
zisdtalakulds figyelheté meg. Egzakt formuldt adtam a fdzisdtalakulds helyére:

1—4/1 !

b= — K
2

T/L.3. Numerikus modszerekkel megbecsiiltem a fdzisdtalakulds rendjét és az

oridsklaszter S novekedésének iitemét. Az dtalakulds végtelen rendiinek, a leg-

nagyobb komponens pedig S(§) ~ exp a(d — 6,)° méretinek adédott a kritikus
pontban. Becslést adtam a (3 kitevére: —1/2.
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NEURALIS ES NOVEKVO HALOZATOK STATISZTIKUS
TULAJDONSAGAI
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Eo6tvos Lorand Tudomanyegyetem, Természettudomanyi Kar
Osszefoglalo

Dolgozatom I. részében a sztochasztikus rezonancia (SR) jelenségét vizsgaltam
eldrecsatolt idegsejt modellek (LIF) hdl6zatdban a szamitégépes idegtudomény és
statisztika médszereinek felhasznaldsaval. El6szor statisztikai vizsgalatokkal iga-
zoltam, hogy a hédlézatok sokasdganak kimenete jol kozelithetd inhomogén Pois-
son folyamattal (IPP), és igy az SR jelenség vizsgdlata az IPP \(t) ratafiiggvénye
alapjan végezhetd. A sztochasztikus rezonancia jelenségében a zaj felerdsitheti a
gyenge jeleket. Megmutattam, hogy az eldrecsatolt hdlézatban a kimeneti jel-zaj
ardny fiigg a sejtek kozotti csatolds erdsségétdl. Az alacsony intenzitdsu zajtarto-
manyokban az erds, a nagyobb intenzitasu tartomanyokban a gyengébb csatolas
az elényds. Megmutattam, hogy az optimadlis csatolds értéke adott hal6zat és za-
jintenzitds mellett els6sorban a kimeneti sejt refrakter periddusatdl fiigg, tehat
a gerjesztd, kiiszob alatti jel frekvencidjatdl €s amplitidéjatdl széles tartomany-
ban j6 kozelitéssel fiiggetlen. A hélézat dinamikus csatoldsa alkalmas lehet az
aktudlisan legjobb kapcsolater8sség adaptiv bedllitdsara. Megmutattam, hogy az
idegsejtek kapcsolatait jellemzd szinaptikus depresszié megtartja a sztochaszti-
kus rezonancia jelenségét, és képes az eltérd igényi zajtartomanyokhoz hangolni
a kapcsolaterdsséget.

Dolgozatom II. részében egy ndvekvd hdlézati modell statisztikus szerkezeti
tulajdonsédgait elemeztem részben analitikus szamitdsokkal, részben numerikus
szimuldciokkal. Megmutattam, hogy a csomépontok fokszameloszldsa exponen-
cidlis és a hdlozat idével stacioner allapotba jut. A halézatban végtelen rendi
fazisatalakulas figyelheté meg, melynek menetét a ) kapcsolddasi valdszintiség és
k, a kezdeti lehetséges partnerek szdma hatdroznak meg. A fazisatalakulas kriti-
kus értékére egzakt formulat adtam.
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Summary
The ¥ part of this Dissertation deals with the examination of the phenomenon
of stochastic resonance (SR) in a feed-forward LIF network using methods of
computational neuroscience and statistics. First, by statistical methods I proved
that the pooled output of statistically independent feed-forward networks can be
well described as an inhomogeneous Poisson process (IPP) hence the analysis of
SR can be performed based on the A(t) rate function of the IPP. SR is a mecha-
nism, where noise plays a beneficial role in amplifying weak signals. I showed
that in the feed-forward network, the output signal-to-noise ratio (SNR) depends
on the connection strength of the cells. The strong coupling has advantage when
the noise intensity is low and vice-versa at higher noise the weak connection is
beneficial. The optimal coupling depends strongly on the refractory period of the
output cell at a given noise intensity and network structure, and independent in
a wide regime of the amplitude and frequency of the forcing subthreshold sigals.
With dynamic connections between the cells the network can be able to adapt to
the varying circumstances and adjust the coupling strength to the actually optimal
value. It was shown that the synaptic depression, the characteristic property of
neural connections keeps the phenomenon of SR and is able to tune the coupling
strength to the desired value.

In the 11" part of this Dissertation I analyzed the statistical structural proper-
ties of a growing network model. It is shown that the degree distribution of the
nodes is exponential and the network reaches stationary state. Infinite order phase
transition can be observed in the network which is driven by § connection proba-
bility and £ the number of possible partners at arrival. An exact formula is given

for the position of phase transition.



